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Abstrak— Stroke adalah penyakit yang menyerang pada 

gangguan fungsi syaraf dan menyebabkan gangguan fungsi 
seperti gangguan penglihatan atau mata, bicara pelo atau cedal, 
mobilitas terbatas dan kelumpuhan pada wajah atau ekstremitas. 
Diseluruh dunia, stroke adalah penyakit ketiga yang 
menyebabkan gangguan syaraf. Untuk itu penelitian ini 
memfokuskan pada domain tersebut dengan tujuan untuk 
menemukan model terbaik. Ujicoba dilakukan dengan 14 
skenario dan ukuran kinerja model akurasi, presisi dan recall. 
Selanjutnya, metode yang diterapkan adalah Support Vector 
Machine dengan kernel linear, polynomial, sigmoid dan RBF. 
Hasil klasifikasi memperlihatkan bahwa kernel linear 
menghasilkan nilai tinggi pada perbandingan 80:20, dengan nilai 
akurasi 75.73%, nilai presisi 74.07%, dan nilai recall 56.16%. 
Pada kernel RBF menghasilkan nilai tinggi pada perbandingan 
90:10, dengan nilai akurasi 73.38%, nilai presisi 71.79% dan nilai 
recall 55.85%. Pada kernel polynomial menghasilkan nilai tinggi 
pada perbandingan 80:20, dengan nilai akurasi 78.86%, nilai 
presisi 73.98% dan nilai recall 56.75%. Kemudian pada kernel 
sigmoid menghasilkan nilai tinggi dengan perbandingan 10:90, 
yaitu dengan nilai akurasi 46.14%, nilai presisi 39.84% dan nilai 
recall 48.13%. Sehingga nilai tertinggi dari pengujian empat 
kernel dan dengan perbandingan 14 rasio, nilai tertinggi 
dihasilkan oleh kernel polynomial dengan nilai akurasi 78.86%, 
nilai presisi 73.98% dan nilai recall 56.75% pada perbandingan 
rasio 80:20.   
 
Kata Kunci— Stroke, Kernel Support Vector Machine, Klasifikasi  

I. PENDAHULUAN 
Stroke adalah penyakit yang menyerang gangguan fungsi 

syaraf karena adanya sumbatan oleh gumpalan darah [1] . Salah 
satu penyakit ketiga didunia yang menyebabkan kecacatan 
yaitu stroke [3]. Beberapa faktor yang mempengaruhi 
terjadinya stroke antara lain faktor keturunan, ras, hipertensi, 
hiperkolesterolemia, obesitas, konsumsi alkohol, stres, pola 
makan yang buruk, umur, jenis kelamin, dan penggunaan pil 
KB. Namun, di antara faktor-faktor tersebut, hanya tekanan 
darah tinggi yang dapat mempengaruhi stroke secara signifikan 
dibandingkan banyak penyebab lainnya [1] .  

Pada tahun 2020 penelitian terkait hipertensi dilakukan oleh 
Putri Nadhirah Puspitasari dengan judul “Hubungan Hipertensi 
terhadap Kejadian Stroke”. Dalam penelitian tersebut 
dijelaskan bahwa dari beberapa faktor penyebab penyakit 
stroke, hipertensi adalah satu-satunya penyebab utama yang 
dapat mempengaruhi terjadinya stroke [1].  

Kemudian pada tahun 2023, Nabilla Yolanda Paramitha dkk 
melakukan penelitian dengan judul “Klasifikasi Penyakit 
Stroke Menggunakan Metode Naïve Bayes”. Tujuannya yaitu 
untuk mengklasifikasi pasien stroke berdasarkan data latih dan 

data survei. Hasil nilai akurasi dalam proses klasifikasi sebesar 
80% di dapat dari  proporsi data pelatihan dan data pemeriksaan 
dengan perbandingan 80:20 [2] .  

Klasifikasi adalah proses memasukkan suatu anggota ke 
dalam kelas tertentu, namun kelas tersebut ditentukan terlebih 
dahulu, kemudian anggota-anggota kelas tersebut ditempatkan 
dalam suatu kelas berdasarkan karakteristik data yang sama. [2]. 
Beberapa jenis algoritma berbeda yang dapat digunakan untuk 
klasifikasi, diantaranya DT, SVM, NN, K-NN dan NB. DT 
adalah Decision Tree, SVM adalah Support Vector Machine, 
NN adalah Neural Network, K-NN adalah K-Nearest Network 
dan NB adalah Naïve Bayes.  

 Penelitian terdahulu dilakukan oleh Nur Ghaniaviyanto 
Ramadhan pada tahun 2021 dengan judul “Klasifikasi Data 
Malaria Menggunakan Metode Support Vector Machine 
(SVM)”, pada penelitian ini membandingkan kedua metode 
tersebut. Dalam proses ini algoritma SVM mengungguli 
algoritma NB dengan nilai akurasi rata – rata 25%[11] .   

Pada tahun 2021 Siti Silvia Arifin et al melakukan penelitian 
dengan judul “Klasifikasi Penyakit Kanker Serviks 
Menggunakan Algoritma Support Vector Machine (SVM). 
Pada penelitian menggunakan perbandingan 80:20. Pada 
penelitian menggunakan tools orange sebagai data test dan 
python digunakan sebagai data train. Hasil pengujian dengan 
tools orange menghasilkan akurasi 92.9% dan dengan python 
menghasilkan nilai akurasi 87% [4] .  

Pada tahun 2021, penelitian terkait klasifikasi juga dilakukan 
oleh Abu Wildan Mucholladin et al dengan judul “Klasifikasi 
Penyakit Diabetes Menggunakan Metode Support Vector 
Machine (SVM). Dalam penelitian ini dibagi menjadi dua 
model, yang pertama adalah model benchmark 
diimplementasikan dengan algoritma SMO (Sequential 
Minimal Optimizatio) dan kedua adalah model scratch yang 
diimplementasikan dengan algoritma Sequential Learning. 
Nilai akurasi dengan model benchmark memiliki nilai 0.87 dan 
model scratch 0.78 [10] .  

Ada berbagai algoritma atau teknik yang dapat digunakan 
untuk proses klasifikasi, menurut beberapa penelitian 
sebelumnya dan literature. Penelitian ini menyelidiki kernel 
sigmoid, Gaussian Radial Basic Function (RBF), linear dan 
polynomial. Beberapa literature sebelumnya menunjukkan 
bahwa metode SVM (Support Vector Machine) menghasilkan 
akurasi yang cukup baik. Oleh karena itu, judul penelitian ini 
adalah “Klasifikasi Penyakit Stroke dengan Metode Support 
Vector Machine (SVM)”.  
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II. METODOLOGI PENELITIAN  
Metode SVM (Support Vector Machine) digunakan untuk 

klasifikasi dengan studi kasus penyakit stroke. Klasifikasi yang 
digunakan pada metode SVM (Support Vector Machine) adalah 
kernel sigmoid, linear, RBF, dan polynomial. 

Tujuan dari penelitian ini yaitu untuk menentukan nilai 
akurasi, presisi dan recall pada data penyakit stroke dengan 
menggunakan metode SVM (Support Vector Machine) 
berdasarkan penerapan kernel linear, polynomial, sigmoid dan 
juga RBF. Ada beberapa alur dalam penelitian, alur tersebut 
digambarkan dalam Gbr 1. 

 
Gbr  1 Flowchart Implementasi Penelitian 

A. Pengumpulan data 
Data dari penelitian ini berjenis data public, data 

tersebut diambil dari website kaggle. Dataset yang 
digunakan yaitu Stroke Prediction Dataset kemudian 
diunduh dalam bentuk csv lalu disimpan dengan nama 
dataset. Pada dataset stroke terdiri dari 5110 data dengan 12 
atribut. Atribut tersebut diantaranya seperti tabel 1.  

Tabel 1 Atribut Dataset 
Atribut Keterangan 

Id Identitas unik 
Gender Jenis kelamin 

Age Umur  
Hypertension 0 = tidak hipertensi, 1 = ya 

hipertensi 

Avg_glucose_level Nilai rata-rata glukosa 

Residence_type 
 

Tempat tinggal pasien 

Work_type Pekerjaan pasien 

Ever_married Pernah menikah atau tidak 

Heart_disease 0 tidak, 1 ya 

Bmi Indeks massa tubuh 

Smoking_status Kategori merokok pada 
pasien 

Stroke  0  tidak , 1 ya 

 

B. Data Cleaning 
Data cleaning adalah proses yang digunakan untuk 

menghapus atau memperbaiki suatu data yang salah, rusak, 
formatnya salah, data duplikat atau tidak lengkap dari 
kumpulan data. Proses membersihkan data sangatlah 
penting selama proses pengolahan dan analisis data, karena 
kualitas hasil pengolahan data sangatlah bergantujng pada 
data yang telah dimasukkan. Ada beberapa manfaat dari 
cleaning data antara lain : 

1. Hasil analisis data lebih akurat karena data yang bersih 
dapat mengurangi resiko munculnya informasi yang 
salah akibat data yang kotor.  

2. Mendorong pengambilan keputusan yang lebih baik.  
3. Data yang bersih dapat mengurangi kemungkinan 

mengulang proses analisis data akibat dari data yang 
kotor atau eror, sehingga dapat menyebabkan lebih 
sedikit kesalahan.   

C. Label Encode 
Label Encode adalah teknik yang digunakan untuk 

mengubah kolom kategoris menjadi kolom numerik, 
sehingga dapat disesuaikan dengan suatu model 
pembelajaran yang hanya mengambil data numerik. 
Pengkodean mengubah data kategori menjadi data numerik 
dengan memberikan kode unik pada setiap kelas data. Label 
encode merupakan salah satu library python dari Scikit 
Learn.  

D. Spliting Data 
Spliting data yaitu proses membagi kumpulan data 

menjadi testing data dan training data. Dalam pembuatan 
model untuk klasifikasi algoritma yaitu dengan data 
training. Sedangkan untuk melakukan pengujian terhadap 
algoritma yang digunakan yaitu data testing. Kumpulan dari 
data percobaan (train) digunakan untuk membandingkan 
kinerja dari suatu model atau untuk memperkirakan 
parameter yang berbeda. Data test atau data uji digunakan 
setelah proses pelatihan atau train selesai.  Pada proses 
splitting data menggunakan 14 perbandingan rasio. Angka 
perbandingan pada splitting data ditunjukkan pada tabel 2.  

Tabel 2 Perbandingan Splitting Data 
Training Testing 

95 5 
80 20 
70 30 
60 40 
50 50 
40 60 
30 70 
20 80 
10 90 
90 10 
85 15 
75 25 
65 35 
55 45 
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E. Modeling 
Dalam penelitian, algoritma SVM (Support Vector 

Machine) digunakan dalam proses klasifikasi, klasifikasi 
tersebut dengan menerapkan dari kernel linear, polinomial, 
RBF dan sigmoid. Dalam klasifikasi tersebut menentukan 
nilai akurasi, presisi dan recall. Pada Gbr 2 merupakan alur 
dalam proses klasifikasi. 

 
Gbr  2 Alur Klasifikasi SVM (Support Vector Machine) 

F. Support Vector Machine 
Metode Support Vector Machine (SVM) didasarkan 

pada prinsip minimisasi risiko structural (SRM). Tujuan 
SVM adalah untuk menemukan hyperplane yang baik pada 
ruang input untuk memisahkan dua kelas. Hyperplane 
ditemukan untuk mengukur margin dari kedua kelas dengan 
mencari titik maksimalnya. Menurut Burges proses 
klasifikasi dibedakan menjadi dua jenis berdasarkan kernel 
yang digunakan, yaitu SVM-Linear dan SVM Non-Linear. 
Gbr 3 adalah gambar dari SVM (Support Vector Machine).  

 
Gbr  3 Support Vector Machine 

1.  SVM Linear  
Pada proses klasifikasi menggunakan SVM 

Linear, data dapat dipisahkan dengan hyperplane 
menggunakan SVM (Support Vector Machine) 
dengan pembagian data yang jelas. Fungsi kernel 
linear : K (x, xi) = x. xi. Gbr 4 merupakan gambar 
dari kernel linear.  

 
Gbr  4 SVM Kernel Linear 

2.  SVM Non-Linear 
SVM Non-Linear menggunakan fungsi kernel 

untuk memisahkan data non-linear menjadi data 
linear. Fungsi kernel, juga dikenal sebagai trik 
kernel. Trik kernel digunakan untuk 
mengelompokkan data dari dimensi kecil menjadi 
dimensi besar. Ada beberapa fungsi kernel non-
linear yang dapat digunakan dalam proses 
klasifikasi, antara lain :  

a. Kernel polynomial   
Kernel polynomial digunakan untuk merubah 
suatu data masukan ke dalam suatu dimensi 
yang memiliki ruang lebih tinggi. Kernel 
polinomial berfungsi untuk menemukan 
hyperplane yang baik untuk memisahkan 
data ruang yang telah diubah.  

b. Kernel Gaussian RBF 
Kernel RBF adalah kernel yang digunakan 
untuk mengklasifikasi data yang tidak dapat 
dipisah secara linear. Ruang fitur RBF 
memiliki jumlah dimensi yang tak terbatas 
yang ditentukan oleh parameternya. Oleh 
karena itu, ketika diulangi, dapat 
menghasilkan solusi linear yang unik yang 
menjadikannya sebagai proses klasifikasi 
terbaik.   

c. Kernel Sigmoid 



JINACS: Volume 05 Nomor 03, 2024 
(Journal of Informatics and Computer Science)   ISSN : 2686-2220 

 

 443 

Kernel sigmoid merupakan pengembangan 
dari JST (Jaringan Syaraf Tiruan). Kernel ini 
diusulkan secara teoritis untuk Support 
Vector Machine karena berasal dari jaringan 
syaraf. Kernel sigmoid umumnya bermasalah 
karena sulit untuk mendapatkan parameter 
dengan nilai positif. 

 
Gbr  5 SVM Non-Linear 

G. Evaluasi 
Pada tahap evaluasi ada akurasi, presisi dan recall. 

Recall dan presisi digunakan untuk mengevaluasi kinerja 
sistem. Kecocokan antara elemen data yang diambil dengan 
informasi yang diperlukan dikenal sebagai presisi. 

𝑅𝑢𝑚𝑢𝑠	𝑃𝑟𝑒𝑠𝑖𝑠𝑖 = 	
𝑇𝑃

𝑇𝑃 + 𝐹𝑃										(1) 
 

Tingkat keberhasilan sistem dalam menemukan kembali 
data disebut recall.  

𝑅𝑢𝑚𝑢𝑠	𝑅𝑒𝑐𝑎𝑙𝑙 = 	
𝑇𝑃

𝑇𝑃 + 𝐹𝑁														(2) 
 

Akurasi didefinisikan sebagai seberapa jauh nilai yang 
didapatkan dan nilai yang sebenarnya berbeda.  

𝑅𝑢𝑚𝑢𝑠	𝐴𝑘𝑢𝑟𝑎𝑠𝑖 = 	
𝑇𝑃 + 𝐹𝑁
𝑃 +𝑁 												(3) 

 

III. HASIL DAN PEMBAHASAN 
Hasil dan pembahasan ada dua poin yang akan dibahas, 

untuk yang pertama terkait implementasi dan yang kedua 
terkait hasil uji coba. Pada tahap ini merupakan hasil 
implementasi dari model yang telah ditentukan dalam proses 
klasifikasi.  

A. Implementasi 

Pada tahap ini membahas terkait tahapan dari 
implementasi, seperti pengumpulan data, data cleaning, 
label encode, splitting data, modelling dan evaluasi. 
1. Pengumpulan Data 

Dalam proses pengumpulan data, jenis data yang 
digunakan bersifat public. Dataset tersebut diambil dari 
website www.kaggle.com . Dataset ini terdiri diinput 
terlebih dahulu Jupiter notebook dengan menggunakan 
library pandas.  

2. Data cleaning 
Pada tahap ini data dicek terlebih dahulu ada yang 
missing atau tidak untuk datanya. Pada data yang 
digunakan terdapat kolom BMI yang memiliki data 
kosong dengan jumlah 201. Data yang kosong tersebut 
kemudian diisi dengan nilai mean atau median pad 
kolom BMI.  

3. Label encode 
Pada penelitian ini ada beberapa kolom tabel yang harus 
dirubah ke dalam numerik, kolom tabel tersebut 
diantaranya yaitu kolom gender, kolom work_type, 
kolom ever_married, kolom Residence_type dan kolom 
smoking_status.  

4. Splitting data 
Pada splitting data menggunakan nilai X dari kolom 
gender, age, hypertension, avg_glucose_level dan bmi. 
Sedangkan untuk y yaitu kolom stroke. Pada tahap ini 
menggunakan perbandingan rasio 80:20 dengan jumlah 
data train 4088 dan data test 1022.  

5. Modelling  
Dalam tahap modeling, menerapkan empat kernel dari 
metode Support Vector Machine dalam proses 
klasifikasinya. Empat kernel tersebut diantaranya kernel 
linear, polynomial, RBF dan sigmoid.  

6. Evaluasi  
Pada tahap evaluasi yaitu membandingkan nilai akurasi, 
presisi, dan recall dari keempat kernel yang telah 
ditentukan dalam modelling. Pada evaluasi ini, pada 
kernel linear menghasilkan nilai akurasi 75.73%, nilai 
presisi 74.07% dan nilai recall 56.16%. Pada gbr 6 
merupakan hasil klasifikasi dengan kernel linear.  

 
Gbr  6 Hasil klasifikasi kernel linear 

Hasil klasifikasi menggunakan kernel polynomial 
ditunjukkan pada gbr 7. Pada gbr 7 kernel polynomial 
menghasilkan nilai akurasi 78.86%, nilai presisi 73.98% 
dan nilai recall 56.75%.  
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Gbr  7 Hasil klasifikasi kernel polynomial 

Hasil klasifikasi dari kernel RBF ditunjukkan pada gbr 8. Pada 
klasifikasi dengan kernel RBF menghasilkan nilai akurasi 
71.81%, nilai presisi 75.5% dan nilai recall 55.93%.  

 
Gbr  8 Hasil klasifikasi kernel RBF 

Pada gbr 9 merupakan hasil klasifikasi kernel sigmoid. Pada 
kernel sigmoid menghasilkan nilai akurasi 36.69%, nilai presisi 
35.98% dan nilai recall 47.02%.  

 
Gbr  9 Hasil klasifikasi kernel sigmoid 

Pada gbr 10 merupakan grafik dari linear, RBF, polynomial dan 
sigmoid. Pada grafik terlihat bahwa kernel polynomial 
menghasilkan nilai akurasi tertinggi dan kernel sigmoid 
menghasilkan nilai akurasi terendah dari ketiga kernel lainnya. 

 
Gbr  10 Grafik akurasi 80:20 

B. Hasil Uji Coba 
Pada hasil uji coba membahas terkait hasil klasifikasi 

dari empar kernel yang telah ditentukan dengan 
perbandingan 14 rasio. Pada tabel 3 merupakan hasil 
perbandingan dengan menggunakan kernel linear. Pada 
kernel linear nilai akurasi tertinggi pada perbandingan 
80:20 dengan nilai akurasi 75.73%, nilai presisi 74.07% dan 
nilai recall 56.16%.  

Tabel 3 Hasil kernel linear 
Rasio Akurasi Presisi Recall 

90 : 10 72.21 % 69.61% 55.18% 
95 : 5 69.92% 70.23% 55.68% 
80 : 20 75.73% 74.07% 56.16% 
85 : 15 73.92% 70.11% 55.07% 
70 : 30 73.77% 74.98% 55.73% 
75 : 25 74.49% 74.91% 55.95% 
60 : 40 73.67% 75.8% 55.68% 
65 : 35 74.06% 74.21% 55.23% 
55 : 45 73.08% 75.84% 55.59% 
50 : 50 72.48% 74.65% 55.32% 
40 : 60 72.96% 74.74% 55.38% 
30 : 70 72.23% 76.27% 55.47% 
20 : 80 70.15% 76.70% 55.42% 
10 : 90 73.27% 75.48% 55.63% 

Pada gbr 11 adalah grafik dari kernel linear. Pada grafik 
tersebut menggunakan 14 perbandingan rasio. 

 
Gbr  11 Grafik kernel linear 
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Pada kernel RBF nilai akurasi tertinggi diperoleh dari 
perbandingan rasio 90:10, dengan nilai akurasi 73.38%, 
nilai presisi 71.79% dan nilai recall 55.85%. Hasil tabel 
perbandingan pada klasifikasi kernel RBF ditunjukkan pada 
tabel 4.  

Tabel 4 Hasil klasifikasi kernel RBF 
Rasio Akurasi Presisi Recall 

90 : 10 73.38% 71.79% 55.85% 
95 : 5 71.48% 76.53% 57.46% 
80 : 20 71.81% 75.5% 55.93% 
85 : 15 72.35% 70.44% 54.96% 
70 : 30 69.08% 74.38% 55.12% 
75 : 25 70.42% 74.95% 55.48% 
60 : 40 69.56% 75.21% 55.12% 
65 : 35 69.14% 75.12% 54.91% 
55 : 45 69.17% 75.53% 55.14% 
50 : 50 69.66% 74.34% 54.99% 
40 : 60 70.97% 74.34% 55.10% 
30 : 70 70.31% 74.69% 54.98% 
20 : 80 69.34% 76.03% 55.23% 
10 : 90 71.62% 75.04% 55.36% 

Pada gbr 12 merupakan grafik dari hasil percobaan kernel 
RBF. Pada grafik tersebut menggunakan 14 perbandingan 
dengan evaluasi menggunakan nilai, akurasi, nilai presisi 
dan nilai recall.  

 
Gbr  12 Grafik kernel RBF 

Hasil klasifikasi pada tabel 5 menunjukkan bahwa  
kernel polynomial menghasilkan nilai akurasi tertinggi pada 
perbandingan 80:20 dengan nilai akurasi 78.86%, nilai 
presisi 73.98% dan nilai recall 56.75%.  

Tabel 5 Hasil klasifikasi kernel polinomial 
No Rasio Akurasi Presisi Recall 
1.  90 : 10 76.71% 68.87% 55.64% 
2.  95 : 5 75% 70.21% 56.36% 
3.  80 : 20 78.86% 73.98% 56.75% 
4.  85 : 15 77.31% 69.60% 55.46% 
5.  70 : 30 76.58% 75.20% 56.20% 
6.  75 : 25 77.77% 74.46% 56.41% 
7.  60 : 40 76.71% 75.53% 56.06% 
8.  65 : 35 76.85% 75.10% 55.81% 
9.  55 : 45 75.65% 75.45% 55.86% 

10.  50 : 50 75.49% 75.06% 55.80% 
11.  40 : 60 76.02% 74.40% 55.73% 
12.  30 : 70 75.45% 75.09% 55.65% 
13.  20 : 80 73.11% 76.04% 55.61% 
14.  10 : 90 74.99% 74.03% 55.57% 

Pada gbr 13 merupakan grafik dari kernel polynomial. 
Grafik tersebut adalah hasil uji coba dari 14 perbandingan 
rasio.  

 
Gbr  13 Grafik kernel polynomial 

Pada tabel 6 merupakan hasil perbandingan dari kernel 
sigmoid dengan menggunakan 14 perbandingan rasio. Pada 
kernel sigmoid menghasilkan nilai akurasi paling rendah 
dibandingkan ketiga kernel lainnya. Pada kernel sigmoid 
nilai akurasi terbaik dihasilkan pada perbandingan rasio 
30:70, namun hasil tersebut masih dibawah 50%.  

Tabel 6 Hasil klasifikasi kernel sigmoid 
No Rasio Akurasi Presisi Recall 
1.  90 : 10 33.46% 33.40% 45.99% 
2.  95 : 5 34.37% 32.06% 45.23% 
3.  80 : 20 36.69% 35.98% 47.02% 
4.  85 : 15 35.59% 37.21% 47.21% 
5.  70 : 30 36.66% 37.99% 47.59% 
6.  75 : 25 36.54% 36.72% 47.27% 
7.  60 : 40 36.69% 38.36% 47.75% 
8.  65 : 35 36.61% 38.92% 47.93% 
9.  55 : 45 37.73% 37.24% 47.57% 
10.  50 : 50 36.75% 38.76% 47.82% 
11.  40 : 60 37.08% 38.33% 47.75% 
12.  30 : 70 38.32% 37.28% 47.64% 
13.  20 : 80 41.36% 37.46% 47.69% 
14.  10 : 90 46.14% 39.84% 48.13% 

Pada gbr 14 merupakan hasil klasifikasi menggunakan 
kernel sigmoid. Pada kernel sigmoid menggunakan 14 
perbandingan rasio dalam proses klasifikasinya. 



JINACS: Volume 05 Nomor 03, 2024 
(Journal of Informatics and Computer Science)   ISSN : 2686-2220 

 

 446 

 
Gbr  14 Klasifikasi kernel sigmoid 

 

IV. KESIMPULAN DAN SARAN 
A. Kesimpulan 

1. Penerapan metode Support Vector Machine (SVM) 
dalam proses klasifikasi penyakit stroke dengan 
menggunakan empat kernel dalam proses klasifikasinya. 
Kernel tersebut yaitu linear, RBF, polynomial dan 
sigmoid. 

2. Dalam penelitian ini menggunakan empat kernel dalam 
proses evaluasi . Evaluasi tersebut yaitu menentukan 
dari beberapa nilai akurasi, presisi, dan recall pada 
proses klasifikasi. Pada klasifikasi dengan kernel linear 
menghasilkan nilai tinggi pada perbandingan 80:20, 
dengan nilai akurasi 75.73%, nilai presisi 74.07% dan 
nilai recall 56.16%. Pada kernel RBF menghasilkan 
nilai akurasi tinggi pada perbandingan 90:10 dengan 
nilai akurasi 73.38%, nilai presisi 71.79% dan nilai 
recall 55.85%. Pada kernel polynomial menghasilkan 
nilai akurasi tinggi pada perbandingan 80:20 dengan 
nilai akurasi 78.86%, nilai presisi 73.98% dan nilai 
recall 56.75%. Kemudian pada kernel sigmoid 
menghasilkan nilai akurasi tinggi pada perbandingan 
10:90, namun nilai akurasi yang dihasilkan masih 
dibawah 50%. Dari pengujian keempat kernel dengan 
menggunakan 14 rasio perbandingan, maka nilai akurasi 
tertinggi dihasilkan oleh kernel polynomial dengan nilai 
akurasi 78.86%, nilai presisi 73.98% dan nilai recall 
56.75% pada perbandingan rasio 80:20.    

B. Saran 
Saran pada penelitian selanjutnya yaitu melakukan 
penambahan dengan beberapa fitur tertentu yang bisa 
menghasilkan nilai akurasi lebih tinggi. Selain itu, 
perbandingan algoritma klasifikasi yang berbeda untuk 
menghasilkan hasil yang lebih variatif juga dapat 
dikembangkan, dan model algoritma mana yang akan 
memberikan nilai yang paling baik dalam proses klasifikasi 
penyakit stroke dapat ditemukan.  
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