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Abstrak— Dinas Penanaman Modal dan Pelayanan Terpadu 
Satu Pintu (DPMPTSP) Kota Surabaya menghadapi tantangan 
dalam pengelolaan laporan perizinan akibat tingginya volume 
data dan proses manual yang kurang efisien. Penelitian ini 
mengimplementasikan algoritma Machine Learning dalam sistem 
pengelolaan laporan berbasis web guna mengotomatisasi proses 
klasifikasi dan prediksi secara cerdas. Algoritma Naive Bayes 
digunakan untuk memprediksi jenis layanan, sedangkan Regresi 
Linear digunakan untuk memprediksi durasi layanan. Dataset 
yang digunakan terdiri dari 3.434 entri laporan perizinan bulan 
November 2024 yang telah melalui proses preprocessing. Hasil 
pelatihan model Naive Bayes menunjukkan akurasi sebesar 95–
96%, dengan presisi tertinggi 97% pada skenario pembagian data 
70:30 serta F1-Score yang stabil pada angka 96%. Model Regresi 
Linear menunjukkan performa terbaik pada skenario 85:15 
dengan Mean Absolute Error (MAE) sebesar 0,38 hari dan Mean 
Absolute Percentage Error (MAPE) sebesar 8,42%. Sistem ini 
terbukti mampu mengurangi kesalahan manual, mempercepat 
pemrosesan laporan, dan meningkatkan keandalan hasil prediksi. 
Antarmuka sistem yang interaktif dan mudah digunakan telah 
diuji oleh 18 responden, dengan tingkat kepuasan mencapai 
100%. Hasil ini menunjukkan bahwa implementasi algoritma 
Machine Learning secara signifikan dapat meningkatkan efisiensi 
dan akurasi pelayanan publik, serta berpotensi menjadi model 
rujukan bagi pengembangan sistem serupa di instansi 
pemerintahan lainnya. 
 
Kata Kunci— Machine Learning, Naive Bayes, Regresi Linear, 
Laporan Perizinan, DPMPTSP Surabaya. 

I. PENDAHULUAN 
Dinas Penanaman Modal dan Pelayanan Terpadu Satu Pintu 

(DPMPTSP) Kota Surabaya memiliki peran strategis dalam 
penyelenggaraan layanan perizinan terpadu di wilayah Kota 
Surabaya. Lembaga ini dibentuk berdasarkan Peraturan Wali 
Kota Surabaya Nomor 084 Tahun 2021, yang mengatur 
kedudukan, struktur organisasi, tugas, fungsi, serta sistem 
kerjanya [1]. Seiring transformasi digital, pemanfaatan 
teknologi informasi menjadi aspek penting dalam 
meningkatkan efisiensi dan kualitas layanan publik. Sektor 
perizinan, sebagai bagian vital dari proses investasi dan 
pertumbuhan ekonomi, juga menuntut pelayanan yang cepat, 
akurat, dan transparan. 

Namun, seiring meningkatnya volume pengajuan perizinan, 
DPMPTSP menghadapi tantangan signifikan dalam 
pengelolaan laporan, khususnya dalam proses klasifikasi dan 

verifikasi yang masih dilakukan secara manual. Kondisi ini 
menyebabkan proses menjadi lambat, tidak efisien, serta 
berpotensi menimbulkan kesalahan. Oleh karena itu, 
diperlukan sistem cerdas yang mampu mengotomatisasi proses 
klasifikasi dan prediksi berdasarkan data historis [2]. 

Pendekatan berbasis Machine Learning menawarkan solusi 
potensial terhadap permasalahan tersebut. Teknologi ini 
memungkinkan sistem untuk mengenali pola dan melakukan 
prediksi secara otomatis dengan akurasi yang tinggi. Dalam 
konteks ini, algoritma Naive Bayes digunakan untuk 
mengklasifikasikan jenis layanan berdasarkan dokumen 
laporan, sedangkan Regresi Linear digunakan untuk 
memprediksi durasi pelayanan berdasarkan variabel-variabel 
seperti jenis perizinan, nama pemohon, dan waktu masuk 
berkas. 

Naive Bayes merupakan metode klasifikasi probabilistik 
sederhana yang menganalisis frekuensi kemunculan serta 
kombinasi atribut dalam dataset, dengan asumsi independensi 
antar fitur terhadap variabel kelas [3]. Efektivitasnya telah 
dibuktikan oleh Saputra dan Soetanto [4], yang 
mengaplikasikan Naive Bayes untuk mengklasifikasikan 
wilayah terdampak banjir di Jakarta Pusat, dengan akurasi 
97,73%, recall 100%, dan F1-Score 88,98%. 

Di sisi lain, Regresi Linear merupakan metode statistik yang 
digunakan untuk memodelkan hubungan linier antara variabel 
dependen, seperti waktu penyelesaian layanan, dan beberapa 
variabel independen. Fawwazrin [5] berhasil menggunakan 
metode ini untuk memprediksi durasi pencetakan KTP di 
Disdukcapil Kecamatan Samarinda Utara dengan akurasi R² 
sebesar 98,38% dan MAE 11,86 menit. 

Integrasi kedua algoritma tersebut ke dalam sistem berbasis 
web diharapkan dapat meningkatkan efisiensi pengolahan 
laporan, mengurangi kesalahan manual, dan mendukung 
pengambilan keputusan berbasis data di DPMPTSP Surabaya. 
Selain itu, sistem ini juga diharapkan dapat menjadi rujukan 
bagi instansi pemerintah lainnya dalam menerapkan solusi 
berbasis teknologi cerdas untuk meningkatkan kualitas 
pelayanan publik. 

Penelitian ini tidak hanya mencakup pengembangan model 
dan sistem, tetapi juga menangani tantangan seperti kualitas 
data yang bervariasi dan kebutuhan adaptasi model terhadap 
perubahan pola pengajuan. Oleh karena itu, dilakukan proses 
preprocessing data, pelatihan, pengujian, dan evaluasi 
performa algoritma secara menyeluruh.  
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II. METODE PENELITIAN 

Pada Gbr. 1 Diagram Alur Penelitian, diagram 
menggambarkan tahapan penelitian yang dimulai dari 
identifikasi masalah, pengumpulan data, preprocessing data, 
pengembangan dan pelatihan model Machine Learning, 
implementasi sistem, hingga evaluasi hasil respon pengguna. 
Setiap langkah berfokus pada meningkatkan efisiensi 
pengelolaan laporan di DPMPTSP Kota Surabaya. 
A. Identifikasi Masalah  

Penelitian ini mengkaji permasalahan dalam sistem 
pengelolaan laporan di Dinas Penanaman Modal dan Pelayanan 
Terpadu Satu Pintu (DPMPTSP) Kota Surabaya, khususnya 
terkait efisiensi pengelolaan, keterlambatan rekapitulasi 
bulanan, serta potensi kesalahan manusia (human error) dalam 
proses input data. Tujuan dari penelitian ini adalah untuk 
mengatasi permasalahan tersebut guna meningkatkan kualitas 
pelayanan dan mempercepat proses rekapitulasi laporan 
bulanan. 

Sebagai solusi, penelitian ini mengembangkan sistem 
pengelolaan laporan berbasis Machine Learning yang 
mengintegrasikan dua algoritma utama yaitu Naive Bayes, yang 
digunakan untuk memprediksi jenis layanan berdasarkan data 
laporan, dan Regresi Linear, yang digunakan untuk 
memprediksi estimasi durasi layanan. Alur penelitian 
mencakup tahapan pengumpulan data, preprocessing, 
pembangunan dan pelatihan model Machine Learning, 
integrasi model ke dalam sistem berbasis Laravel, hingga 
evaluasi model dan analisis hasil tanggapan pengguna melalui 
kuisioner. Diagram alur riset secara lengkap ditampilkan pada 
Gbr 2. 

B. Pengumpulan Data  
Data dalam penelitian ini diperoleh dari DPMPTSP Kota 

Surabaya, berupa file Excel yang memuat informasi perizinan 
seperti nomor berkas, tanggal pendaftaran, nama pemohon, 
jenis perizinan, dinas terkait, status, nama petugas, dan nomor 
telepon. Penelitian dilaksanakan langsung di kantor DPMPTSP 
Surabaya yang berlokasi di Jalan Jimerto No. 25–27, dan 
difokuskan pada pengembangan sistem pengelolaan laporan 
berbasis Machine Learning untuk meningkatkan efisiensi dan 
akurasi pengolahan berkas. Jenis data yang digunakan 
mencakup data struktural (terorganisir dalam format tabel) dan 
data tekstual (berupa catatan atau keterangan tambahan dari 
petugas). Metode pengumpulan data meliputi studi 
dokumentasi terhadap arsip laporan perizinan dan wawancara 
dengan staf DPMPTSP untuk menggali kebutuhan sistem, 
tantangan proses manual, serta validasi terkait format dan 
struktur data yang digunakan dalam pengembangan model 
klasifikasi (Naive Bayes) dan prediksi durasi layanan (Regresi 
Linear). 

C. Metode Analisis Data  
Analisis data dalam penelitian ini bertujuan untuk 

mengevaluasi kinerja sistem pengelolaan laporan yang 
dikembangkan menggunakan algoritma Naive Bayes dan 
Regresi Linear. Tahapan analisis mencakup persiapan data, 
penerapan model, dan evaluasi performa. Persiapan data 
meliputi pembersihan data tidak lengkap dan duplikat, 
transformasi format sesuai kebutuhan model, pemisahan data 
menjadi data latih dan data uji, serta normalisasi agar seluruh 
variabel berada pada skala yang seragam, khususnya untuk 
mendukung akurasi dalam model Regresi Linear. Setelah 
model dilatih dan diterapkan, kinerjanya dievaluasi 
menggunakan metrik akurasi, presisi, recall, dan F1-score 
untuk Naive Bayes, serta MAE (Mean Absolute Error) dan 
MAPE (Mean Absolute Percentage Error) untuk Regresi 
Linear. 

D. Implementasi Machine Learning  
Machine Learning merupakan bagian dari kecerdasan 

buatan (Artificial Intelligence) yang dirancang untuk 
memecahkan masalah secara efisien dan mempermudah 
pelaksanaan tugas tertentu [6]. Teknologi ini memungkinkan 
komputer belajar dari pengalaman melalui algoritma khusus, 
sehingga dapat mengambil keputusan tanpa pemrograman 
berulang [7]. Sebagai cabang dari ilmu komputer, machine 
learning meniru cara belajar manusia dan terus meningkatkan 
akurasi prediksi, dengan hasil yang sangat bergantung pada 
kecanggihan algoritma yang digunakan [8]. Salah satu 
implementasinya adalah dalam sistem manajemen laporan di 
DPMPTSP Kota Surabaya, yang memanfaatkan algoritma 
Naive Bayes dan Regresi Linear untuk mengoptimalkan 
efisiensi dan akurasi pengelolaan. Implementasi ini dilakukan 
melalui beberapa tahap. 

1) Preprocessing Data 
Tahap preprocessing data merupakan langkah awal 
yang krusial dalam pengolahan data untuk sistem 

Gbr. 1 Diagram Alur Penelitian 

Gbr. 2 Diagram Riset Penelitian 
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berbasis Machine Learning, guna memastikan bahwa 
data yang digunakan akurat, bersih, dan layak untuk 
dianalisis. Proses ini mencakup dua bagian utama, 
yaitu data cleaning dan data validation. Data cleaning 
merupakan tahap penting dalam pengolahan data 
karena kualitas input sangat memengaruhi akurasi 
hasil analisis. Konsep GIGO (Garbage In, Garbage 
Out) menegaskan bahwa data yang buruk akan 
menghasilkan output yang tidak akurat. Teknik data 
cleaning meliputi penghapusan entri duplikat, 
penanganan data hilang, perbaikan kesalahan 
penulisan, serta normalisasi format seperti huruf dan 
tanggal agar seragam [9]. Manfaat dari proses ini 
mencakup peningkatan akurasi analisis, mendukung 
pengambilan keputusan yang lebih tepat, serta 
efisiensi biaya dan waktu dalam pemrosesan data [9]. 
Sementara itu, data validation bertujuan untuk 
memastikan akurasi, konsistensi, dan keandalan data 
sebelum digunakan dalam sistem. Proses ini 
melibatkan pengecekan terhadap format yang 
diharapkan, keunikan entri, dan rentang nilai antar 
atribut untuk menjaga integritas data serta mencegah 
kesalahan atau duplikasi [10]. Salah satu 
implementasi praktis data validation dapat ditemukan 
pada fitur Validasi Data di Microsoft Excel, yang 
memungkinkan pembatasan jenis input sesuai kriteria 
seperti rentang angka, format tanggal, atau daftar nilai 
tertentu [11]. Dengan demikian, proses preprocessing 
yang mencakup data cleaning dan data validation 
memberikan fondasi yang valid dan seragam bagi 
model machine learning, sehingga prediksi yang 
dihasilkan menjadi lebih andal. 

2) Implementasi Naive Bayes 
Naive Bayes merupakan algoritma klasifikasi berbasis 
probabilistik yang sederhana namun efektif, yang 
bekerja dengan menganalisis frekuensi dan kombinasi 
nilai dalam dataset [12]. Algoritma ini menggunakan 
pendekatan statistik untuk memperkirakan 
kemungkinan suatu peristiwa berdasarkan data 
historis, sesuai dengan teori yang dikembangkan oleh 
Thomas Bayes [13]. Naive Bayes dikenal mampu 
menurunkan tingkat kesalahan klasifikasi 
dibandingkan sejumlah metode lain, dengan asumsi 
bahwa setiap variabel input bersifat independen 
terhadap yang lain [12]. Salah satu keunggulan utama 
dari algoritma ini adalah kebutuhan data pelatihan 
yang relatif rendah, karena hanya memerlukan varian 
dari masing-masing fitur dalam satu kelas tanpa perlu 
menghitung keseluruhan matriks kovarians [2]. Naive 
Bayes juga banyak digunakan dalam berbagai bidang, 
seperti klasifikasi dokumen teks, deteksi spam, 
diagnosis medis, hingga klasifikasi akademik [14][15]. 
Kesederhanaannya dalam implementasi 
menjadikannya populer di kalangan praktisi machine 
learning, meskipun terdapat beberapa keterbatasan, 
seperti sensitivitas terhadap probabilitas nol dan 

asumsi independensi antar variabel yang tidak selalu 
sesuai dengan kondisi nyata [15]. 
Dalam konteks pengelolaan laporan di DPMPTSP 
Kota Surabaya, algoritma ini digunakan untuk 
memprediksi jenis layanan berdasarkan input seperti 
jenis perizinan, nama pemohon, dan dinas terkait. 
Implementasi algoritma Naive Bayes dalam penelitian 
ini diawali dengan proses persiapan data, yang 
mencakup pengumpulan data perizinan, pembersihan 
data dari nilai hilang dan duplikat, serta pembagian 
data menjadi data latih dan uji menggunakan lima 
skenario proporsi: 80:20, 70:30, 75:25, 85:15, dan 
90:10. Model dilatih untuk mengklasifikasikan jenis 
layanan berdasarkan fitur-fitur yang tersedia. 
Perhitungan dilakukan melalui tiga tahap utama. 
Pertama, menghitung probabilitas a priori setiap kelas 
menggunakan 

           𝑃(𝐶) = !!
!

                                      (1) 
di mana 𝑃(𝐶) adalah probabilitas kelas C, 𝑛𝑐 adalah 
jumlah sampel dalam kelas 𝐶, dan 𝑛  adalah total 
sampel. Kedua, menghitung probabilitas likelihood 
setiap fitur dengan distribusi Gaussian: 

         𝑃(𝑥" ∣∣ 𝐶 ) =
#

$%&'!
"
 𝑒

#$%&#'!(
"

")!
"           (2) 

dengan 𝑥"	sebagai nilai fitur ke-i, 𝜇) sebagai rata-rata, 
dan 𝜎) sebagai standar deviasi pada kelas 𝐶. Ketiga, 
menghitung probabilitas posterior untuk setiap kelas 
dengan: 
         𝑃(𝐶 ∣ 𝑥 ) ∝ 𝑃(𝐶)∏ 𝑃( 𝑥" ∣∣ 𝐶 )!

"*#          (3) 
dan memilih kelas dengan probabilitas tertinggi 
sebagai hasil klasifikasi: 
         𝐶+,-. = argmax

/
𝑃 ( 𝐶 ∣ 𝑥 )          (4) 

Model yang telah dilatih ini diintegrasikan ke dalam 
sistem manajemen laporan berbasis web, sehingga 
sistem secara otomatis memprediksi jenis layanan 
berdasarkan dokumen yang diinput oleh pengguna, 
guna mempercepat proses analisis dan pengambilan 
keputusan. 

3) Implementasi Regresi Linear 
Regresi Linear merupakan teknik statistik yang 
digunakan untuk memprediksi nilai suatu variabel 
dependen berdasarkan hubungan dengan satu atau 
lebih variabel independen [16]. Dalam metode ini, 
variabel independen dianggap memengaruhi variabel 
dependen, dan hubungan di antara keduanya 
diasumsikan bersifat linear [17]. Analisis regresi 
linear memodelkan keterkaitan matematis tersebut 
untuk menghasilkan model prediktif. Khususnya 
dalam konteks regresi linear sederhana, model hanya 
mempertimbangkan satu variabel independen 
terhadap satu variabel dependen, dan digunakan untuk 
memproyeksikan nilai output berdasarkan nilai input 
tertentu [18]. Penelitian ini menggunakan regresi 
linear sederhana karena efektivitasnya dalam 
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meramalkan nilai berbasis data historis dengan 
struktur yang relatif sederhana namun akurat. Dari sisi 
teoritis, penerapan metode ini diharapkan dapat 
memberikan kontribusi dalam pengembangan 
teknologi berbasis data, khususnya dalam bidang ilmu 
komputer.  
Dari sisi praktis, regresi linear menjadi pendekatan 
yang tepat untuk merancang sistem prediktif yang 
efisien dan berkualitas, khususnya dalam konteks 
estimasi durasi pelayanan publik secara otomatis. 
Dalam konteks penelitian ini, algoritma Regresi 
Linear digunakan untuk memprediksi durasi 
penyelesaian layanan perizinan berdasarkan variabel-
variabel independen seperti jenis perizinan, nama 
pemohon, dan waktu masuk. Tahapan implementasi 
dimulai dari pengumpulan data dari DPMPTSP Kota 
Surabaya, dilanjutkan dengan proses preprocessing 
berupa pembersihan data hilang dan duplikat, serta 
pembagian data menjadi data latih dan data uji dalam 
berbagai skenario (80:20, 70:30, 75:25, 85:15, dan 
90:10) guna mengevaluasi performa model secara 
menyeluruh. Model Regresi Linear kemudian dilatih 
untuk memetakan hubungan antara input (fitur) dan 
target (durasi layanan) menggunakan persamaan 
umum regresi. 
        𝑦 = 𝛽0 + 𝛽#𝑥# + 𝛽%𝑥% +⋯+ 𝛽!𝑥! +         (5) 
di mana 𝑦 adalah variabel target (durasi), 𝑥"  adalah 
variabel independen, 𝛽" adalah koefisien regresi, dan 
𝜀 adalah error. Estimasi koefisien dilakukan dengan 
metode kuadrat terkecil menggunakan rumus: 
                         𝛽: = (𝑋1𝑋)2#𝑋1𝑦          (6) 
dengan 𝑋  sebagai matriks fitur, 𝑦  sebagai vektor 
target, dan 𝛽 sebagai vektor koefisien hasil pelatihan. 
Setelah pelatihan, model digunakan untuk 
memprediksi durasi layanan pada data uji, dan 
dievaluasi menggunakan metrik Mean Absolute Error 
(MAE) dan Mean Absolute Percentage Error (MAPE). 
Model Regresi Linear ini diintegrasikan ke dalam 
sistem manajemen laporan berbasis web, sehingga 
sistem dapat memprediksi durasi layanan secara 
otomatis berdasarkan data yang diinput oleh pengguna, 
guna mendukung efisiensi operasional dan 
pengambilan keputusan di DPMPTSP. 

4) Evaluasi Hasil Pelatihan Model Machine Learning 
Evaluasi dilakukan untuk mengukur kinerja model 
Naive Bayes dan Regresi Linear yang telah dibangun. 
Proses ini diawali dengan membagi dataset menjadi 
data latih dan data uji menggunakan lima skenario 
pembagian (80:20, 70:30, 75:25, 85:15, dan 90:10) 
guna memastikan kemampuan generalisasi dan 
menghindari overfitting. Evaluasi model klasifikasi 
dilakukan dengan metrik akurasi, presisi, recall, dan 
F1-Score. Akurasi dihitung sebagai: 

Akurasi = Jumlah	Prediksi	Benar
Total	Jumlah	Prediksi

         (7) 
 Presisi dihitung dengan: 

  Presisi = Jumlah	Prediksi	Positif	Benar
Total	Jumlah	Prediksi	Positif

            (8) 
 Recall didefinisikan sebagai: 
  Recall = Jumlah	Prediksi	Positif	Benar

Total	Jumlah	Data	Positif
            (9) 

F1-Score diperoleh dari rata-rata harmonik antara 
presisi dan recall: 

F1-Score = 2 × Presisi×Recall
PresisiJRecall

         (10) 
Untuk model regresi, performa diukur menggunakan 
Mean Absolute Error (MAE) dan Mean Absolute 
Percentage Error (MAPE). MAE dihitung dengan: 

MAE(𝑦, 𝑦P) = #
!
∑ |𝑦" − 𝑦KT|!
"*#          (11) 

 sedangkan MAPE dihitung sebagai: 
  MAPE = #

!
∑ UL&2L*M

L&
U!

"*# × 100\%          (12) 
Evaluasi menyeluruh dilakukan untuk menilai akurasi, 
stabilitas, dan relevansi prediksi model terhadap data 
uji, baik dalam konteks klasifikasi maupun prediksi 
numerik, sehingga diperoleh pemahaman mendalam 
terhadap kinerja sistem yang dikembangkan. 

5) Evaluasi Hasil Respon Pengguna 
Setelah implementasi sistem pengelolaan laporan 
berbasis Machine Learning, evaluasi dilakukan 
melalui penyebaran kuesioner untuk mengukur 
persepsi pengguna terhadap kemudahan, kecepatan, 
akurasi, dan manfaat sistem. Kuesioner dirancang 
untuk mencakup pertanyaan seputar aspek fungsional 
dan pengalaman penggunaan, seperti kemudahan 
navigasi, ketepatan hasil klasifikasi dan prediksi, serta 
efisiensi waktu pemrosesan. Instrumen ini 
didistribusikan kepada pegawai dan staf DPMPTSP 
Kota Surabaya sebagai pengguna langsung sistem, 
khususnya mereka yang terlibat dalam pengelolaan 
berkas perizinan. Setelah respon dikumpulkan, 
dilakukan analisis data kualitatif dan kuantitatif untuk 
mengevaluasi sejauh mana sistem memenuhi 
kebutuhan pengguna serta potensi perbaikannya ke 
depan. 

III. HASIL DAN PEMBAHASAN 
Bab ini menyajikan hasil implementasi sistem pengelolaan 

laporan berbasis Machine Learning yang dikembangkan untuk 
meningkatkan efisiensi kerja di DPMPTSP Kota Surabaya. 
Sistem memanfaatkan algoritma Naive Bayes untuk klasifikasi 
jenis layanan dan Regresi Linear untuk prediksi estimasi durasi 
layanan berdasarkan data historis. Dataset yang digunakan 
berasal dari laporan perizinan bulan November 2024 dan telah 
melalui proses data cleaning dan validasi kualitas. Data 
kemudian dibagi menjadi data latih dan data uji dengan 
berbagai skenario pembagian. Evaluasi dilakukan 
menggunakan metrik akurasi, presisi, recall, dan F1-score 
untuk Naive Bayes, serta MAE dan MAPE untuk Regresi 
Linear. Hasil pengujian menunjukkan bahwa kedua model 
mampu memberikan prediksi yang akurat dan stabil, sehingga 
sistem yang dibangun efektif dalam mengotomatisasi 
pengolahan laporan, mengurangi proses manual, serta 
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mempercepat pengambilan keputusan di DPMPTSP Kota 
Surabaya. 

A. Hasil Pengumpulan dan Preprocessing Data 
Pengumpulan data dilakukan secara sistematis untuk 

mendukung pengembangan model Machine Learning dalam 
sistem pengelolaan laporan di DPMPTSP Kota Surabaya. Data 
diperoleh melalui kombinasi metode, yaitu izin resmi dari 
portal pelayanan publik Pemerintah Kota Surabaya (SSW Alfa) 
seperti pada Gbr 3. 

 
Gbr. 3 Pendaftaran Penelitian 

Studi dokumentasi terhadap arsip laporan dalam format 
Excel, serta wawancara dengan staf DPMPTSP. Data yang 
dikumpulkan mencakup atribut seperti nomor berkas, jenis 
perizinan, nama pemohon, tanggal pendaftaran, dinas terkait, 
dan status berkas. Wawancara dengan pegawai terkait 
mengungkap sejumlah kendala, seperti keterlambatan proses 
rekapitulasi laporan dan potensi kesalahan input data (human 
error), serta kebutuhan terhadap sistem yang lebih otomatis dan 
efisien. Dari keseluruhan data laporan tahun 2024, penelitian 
ini memfokuskan pada data bulan November dengan total 
8.326 entri. Data tersebut dijadikan sebagai bahan utama 
pelatihan model Naive Bayes dan Regresi Linear, sebelum 
memasuki tahap preprocessing untuk memastikan kualitas dan 
kelengkapan data. Contoh tampilan data asli yang digunakan 
dalam penelitian ini dapat dilihat pada Gbr 4. 

 
Gbr. 4 Data November 2024 

Tahap preprocessing data bertujuan untuk meningkatkan 
kualitas dataset agar layak digunakan dalam pelatihan model. 
Proses ini diawali dengan data cleaning, yaitu penghapusan 
entri yang tidak valid, duplikat, atau tidak relevan. Langkah-
langkahnya meliputi identifikasi dan penghapusan data 

duplikat, perbaikan kesalahan penulisan, serta standarisasi 
format teks (huruf kapital, tanda baca, dan tanggal). 

1. Penghapusan Duplikasi: Menggunakan 
metode .drop_duplicates(), seperti yang ditunjukkan 
pada Gbr 5, yaitu untuk menghapus entri yang sama 
berdasarkan nomor berkas. 

 
Gbr. 5 Hapus Data Duplikat 

2. Validasi Nilai: Kolom 'NO. TELEPON PEMOHON' 
divalidasi agar hanya berisi karakter numerik dengan 
menggunakan metode .str.isdigit(). Baris yang tidak 
memenuhi kriteria ini akan dihapus dari dataset. 
Validasi ini memastikan bahwa hanya nomor telepon 
yang benar (berisi angka saja) yang diproses, 
sebagaimana ditunjukkan pada Gbr 6. 

 
Gbr. 6 Validasi Nomor Telepon Pemohon 

3. Standarisasi dan Validasi Format Tanggal: Untuk 
memastikan konsistensi format tanggal dan 
memudahkan pemrosesan data lebih lanjut, setiap nilai 
pada kolom tanggal dikonversi menggunakan fungsi 
pd.to_datetime() dengan format 'm/d/Y'. Nilai yang 
tidak valid dikonversi menjadi None dan kemudian 
dihapus dari dataset. Proses ini diterapkan pada 
beberapa kolom, seperti yang ditunjukkan pada Gbr 7. 

 
Gbr. 7 Validasi Format Tanggal 

4. Standarisasi dan Validasi Format Jam: Kolom 
'UNNAMED: 8' atau 'UNNAMED: 10' divalidasi agar 
sesuai format HH:MM:SS. Nilai tidak valid diubah 
menjadi None, lalu baris dengan nilai kosong dihapus. 
Jika kolom tidak ditemukan, sistem akan menampilkan 
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pesan peringatan. Proses ini ditunjukkan pada Gbr 8. 

 
Gbr. 8 Validasi Format Jam 

5. Menghapus Data yang Tidak Relevan: Baris-baris 
dengan nilai kosong pada kolom 'KETERANGAN' 
dihapus menggunakan metode .notnull(). Langkah ini 
dilakukan untuk memastikan hanya data yang memiliki 
keterangan dipertahankan, seperti ditunjukkan pada 
Gbr 9. 

 
Gbr. 9 Penghapusan Nilai Kosong Keterangan 

6. Dilakukan validasi untuk memastikan bahwa kolom 
nomor telepon hanya berisi karakter angka 
menggunakan fungsi pemeriksaan khusus, seperti 
ditunjukkan pada Gbr 10. 

 
Gbr. 10 Membersihkan Spasi Ekstra Nama Pemohon 

 Selanjutnya, dilakukan data validation untuk memastikan 
bahwa setiap entri sesuai dengan format dan struktur yang telah 
ditentukan. Validasi mencakup pengecekan format data 
(misalnya format tanggal dan nomor telepon) serta konsistensi 
antar atribut dalam dataset. Setelah proses ini selesai, jumlah 
data valid yang siap digunakan untuk pelatihan model adalah 
3.434 entri. Data hasil preprocessing ini dibagi menjadi data 
latih dan data uji dengan beberapa skenario proporsi (70:30, 
80:20, 85:15, dan lainnya), guna menguji kestabilan dan 
akurasi dari masing-masing algoritma yang diterapkan. 
Rangkuman jumlah data pada setiap tahapan preprocessing 
disajikan pada Tabel 1 berikut. 

TABEL I  
TOTAL DATA 

Sebelum Preprocessing Setelah Preprocessing 
8.326 Data 3.434 Data 

Pada Tabel 1, menunjukkan bahwa dari total awal 8.326 data 
laporan, hanya 3.434 data yang berhasil lolos proses validasi 
dan pembersihan, dan dinyatakan layak untuk digunakan dalam 
pelatihan model. Ini berarti sekitar 58,75% data dieliminasi 
karena tidak memenuhi standar kualitas data yang telah 
ditentukan. Selanjutnya, hasil akhir dari data yang telah melalui 
proses preprocessing dapat dilihat secara visual pada Gbr 11. 

 
Gbr. 11 Hasil Preprocessing Data 

B. Proses Pelatihan dan Pengujian Model 
Proses pelatihan dan pengujian model dilakukan untuk 

mengukur efektivitas algoritma Machine Learning yang 
diimplementasikan dalam sistem pengelolaan laporan 
DPMPTSP Kota Surabaya. Dua jenis model digunakan, yaitu 
Naive Bayes untuk klasifikasi jenis layanan dan Regresi Linear 
untuk prediksi durasi penyelesaian layanan. Dataset yang telah 
melalui preprocessing sebanyak 3.434 entri kemudian dibagi 
menjadi data latih dan data uji dengan beberapa skenario 
proporsi: 70:30, 75:25, 80:20, 85:15, dan 90:10. Pemilihan 
berbagai rasio pembagian ini bertujuan untuk mengevaluasi 
stabilitas dan generalisasi model terhadap data baru. Model 
Naive Bayes dilatih dengan menghitung probabilitas a priori, 
likelihood, dan posterior menggunakan Teorema Bayes, 
kemudian digunakan untuk memprediksi kelas layanan 
berdasarkan fitur input. Sementara itu, model Regresi Linear 
dilatih menggunakan pendekatan ordinary least squares untuk 
menghitung koefisien regresi dan digunakan untuk 
memprediksi durasi layanan berdasarkan kombinasi fitur 
numerik dan kategorikal. Setelah pelatihan, performa masing-
masing model diuji menggunakan metrik evaluasi: akurasi, 
presisi, recall, dan F1-score untuk klasifikasi; serta MAE 
(Mean Absolute Error) dan MAPE (Mean Absolute Percentage 
Error) untuk prediksi. Hasil evaluasi dari proses pelatihan dan 
pengujian tersebut disajikan pada bagian selanjutnya. 

1. Evaluasi Model Naive Bayes 
Pengujian awal dilakukan terhadap model Naive 
Bayes tanpa penerapan teknik penyeimbangan data 
seperti SMOTE. Evaluasi dilakukan dengan berbagai 
skenario pembagian data train-test (train-test split) 
untuk melihat konsistensi performa model terhadap 
distribusi data asli. Hasil evaluasi dari setiap skenario 
tersebut disajikan pada Tabel 2. 

TABEL II  
SPLIT DATA NAIVE BAYES TANPA SMOTE 

Test 
Size 

Accuracy Precision Recall F1-
Score 

80:20 0,96 0,96 0,96 0,96 
70:30 0,96 0,97 0,96 0,96 
75:25 0,96 0,96 0,96 0,96 
85:15 0,95 0,96 0,95 0,95 
90:10 0,94 0,95 0,94 0,95 

Tabel 2 menyajikan evaluasi model Naive Bayes 
tanpa teknik penyeimbangan data (SMOTE) 
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berdasarkan lima skenario train-test split. Hasil 
menunjukkan akurasi model cukup stabil antara 0.94 
hingga 0.96, dengan performa terbaik pada skenario 
70:30, 75:25, dan 80:20. Presisi tertinggi, yakni 0.97, 
diperoleh pada skenario 70:30, mengindikasikan 
efektivitas model dalam menghindari klasifikasi 
positif palsu. 

Sementara itu, nilai Recall stabil pada tiga skenario 
awal (0.96), namun menurun pada 85:15 dan 90:10, 
masing-masing menjadi 0.95 dan 0.94, menunjukkan 
penurunan kemampuan model mengenali kelas saat 
data latih berkurang. F1-Score tetap pada 0.96 di 
skenario awal dan menurun ke 0.95 pada skenario 
akhir. Secara keseluruhan, performa model menurun 
seiring berkurangnya proporsi data latih, dengan 
skenario 70:30 menjadi yang paling optimal. 

Setelah pengujian awal tanpa penyeimbangan data, 
tahap berikutnya adalah menguji performa model 
Naive Bayes dengan menerapkan SMOTE (Synthetic 
Minority Over-sampling Technique) untuk 
menyeimbangkan distribusi kelas agar model tidak 
bias. Pengujian dilakukan pada beberapa skenario 
train-test split untuk mengevaluasi konsistensi 
performa model setelah penerapan SMOTE. Hasil 
evaluasi disajikan pada Tabel 3. 

TABEL III 
SPLIT DATA NAIVE BAYES DENGAN SMOTE 

Test 
Size 

Accuracy Precision Recall F1-
Score 

80:20 0,96 0,96 0,96 0,96 
70:30 0,96 0,97 0,96 0,96 
75:25 0,96 0,96 0,96 0,96 
85:15 0,95 0,95 0,95 0,95 
90:10 0,95 0,95 0,95 0,95 

Tabel 3 menampilkan evaluasi model Naive Bayes 
setelah data diseimbangkan menggunakan SMOTE, 
diuji dalam lima skenario train-test split. Hasil 
menunjukkan akurasi tetap tinggi dan stabil, mencapai 
0.96 pada skenario 70:30, 75:25, dan 80:20, serta 
sedikit menurun menjadi 0.95 pada skenario 85:15 dan 
90:10. Presisi juga konsisten tinggi, dengan nilai 
tertinggi 0.97 pada skenario 70:30, menandakan 
ketepatan prediksi tetap baik meskipun data sintetis 
ditambahkan. 
Recall mengalami peningkatan dibandingkan skenario 
tanpa SMOTE, stabil di kisaran 0.96–0.95 di semua 
skenario. Hal ini mencerminkan kemampuan model 
yang lebih baik dalam mengenali seluruh kelas setelah 
distribusi data diseimbangkan. F1-Score juga 
menunjukkan performa yang baik, yakni 0.96 pada 
tiga skenario awal dan 0.95 pada dua skenario terakhir. 
Secara keseluruhan, penerapan SMOTE berhasil 
meningkatkan sensitivitas terhadap kelas minoritas 
tanpa mengorbankan keseimbangan kinerja model. 

Secara umum, penerapan SMOTE berhasil 
meningkatkan generalisasi model terhadap data yang 
tidak seimbang, tanpa menyebabkan penurunan 
signifikan pada akurasi atau metrik lainnya. Skenario 
70:30 tetap menjadi skenario terbaik karena 
menghasilkan nilai Presisi dan F1-Score tertinggi. 
Hasil pengujian menunjukkan bahwa model Naive 
Bayes memiliki performa yang stabil di seluruh 
skenario pembagian data, dengan akurasi tinggi 
berkisar antara 95% hingga 96%. Presisi tertinggi 
sebesar 0.97 tercapai pada skenario 70:30, baik tanpa 
maupun dengan SMOTE, menunjukkan kemampuan 
model yang sangat baik dalam meminimalkan 
kesalahan klasifikasi positif palsu. Nilai Recall dan 
F1-Score juga stabil pada skenario 70:30, 75:25, dan 
80:20, serta mengalami sedikit penurunan saat 
proporsi data latih semakin kecil. Penerapan SMOTE 
membantu menjaga kestabilan performa, khususnya 
dalam mengenali kelas minoritas. Dari seluruh 
skenario, 70:30 merupakan konfigurasi terbaik karena 
memberikan nilai tertinggi dan paling konsisten pada 
semua metrik evaluasi. 

2. Evaluasi Model Regresi Linear 
Model Regresi Linear diuji untuk melihat seberapa 
baik modelnya dapat memprediksi durasi waktu 
berdasarkan data historis. Berikut merupakan hasil 
evaluasi model menggunakan beberapa skenario 
pembagian data train-test split yang disajikan pada 
Tabel 4. 

TABEL IV  
SPLIT DATA REGRESI LINEAR 

Test 
Size 

MAE 
Train 

Test Size MAE 
Train 

Test 
Size 

80:20 0,15 7,28% 0,33 9,51% 
70:30 0,15 7,30% 0,28 9,26% 
75:25 0,16 7,55% 0,29 10,43% 
85:15 0,15 7,48% 0,38 8,42% 
90:10 0,22 10,85% 0,24 18,17% 

Tabel 4 menunjukkan hasil evaluasi model Regresi 
Linear berdasarkan lima skenario pembagian data 
train-test, dengan metrik MAE (Mean Absolute Error) 
dan MAPE (Mean Absolute Percentage Error) baik 
untuk data pelatihan (train) maupun pengujian (test). 
Hasil menunjukkan bahwa MAE dan MAPE pada data 
pelatihan cenderung rendah dan stabil di kisaran 0.15 
hari dan 7% hingga 7.5%, kecuali pada skenario 90:10 
yang menunjukkan lonjakan MAE (0.22 hari) dan 
MAPE (10.85%). Ini menunjukkan bahwa model 
memiliki kemampuan prediksi yang cukup akurat 
selama pelatihan, tetapi performanya memburuk saat 
data latih terlalu sedikit. 
Pada data pengujian, MAE dan MAPE cenderung 
bervariasi lebih besar. Nilai terbaik untuk MAE test 
(0.24 hari) dan MAPE test (8.42%) diperoleh pada 
skenario 90:10 dan 85:15. Namun, meskipun MAE 
test 90:10 lebih rendah, nilai MAPE-nya justru 
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tertinggi (18.17%), menunjukkan bahwa kesalahan 
relatif model terhadap nilai aktual cukup besar. 
Sebaliknya, skenario 70:30 menghasilkan 
keseimbangan yang baik, dengan MAE test terendah 
(0.28 hari) dan MAPE test kedua terendah (9.26%). 
Hal ini mengindikasikan bahwa skenario 70:30 
memberikan hasil paling stabil dan seimbang dalam 
hal akurasi dan kesalahan relatif, menjadikannya 
konfigurasi optimal untuk model Regresi Linear 
dalam konteks ini. Berdasarkan interpretasi MAPE 
menurut Lewis dalam artikel oleh Ajiono dan 
Hariguna pada tahun 2023, nilai MAPE dapat 
dikategorikan ke dalam beberapa indikator, yaitu <10% 
(Sangat Akurat), 10–20% (Baik), 20–50% (Rata-rata), 
dan >50% (Tidak Akurat), sebagaimana ditampilkan 
pada Tabel 5 [19]. 

TABEL V  
KRITERIA PENILAIAN MODEL NILAI MAPE 
MAPE Indikator 
<10% Sangat Akurat 

10% - 20% Baik 
20% - 50% Rata-Rata 

50% Tidak Akurat 
3. Kesimpulan Hasil Pengujian Model Machine 

Learning 
Berdasarkan hasil evaluasi, model Naive Bayes 
menunjukkan performa klasifikasi yang sangat baik 
dengan akurasi stabil antara 95%–96% di berbagai 
skenario. Nilai presisi tertinggi sebesar 97% dicapai 
pada skenario pembagian data 70:30, yang 
mencerminkan kemampuannya dalam 
mengklasifikasikan jenis layanan secara akurat dan 
konsisten. Model ini juga menunjukkan nilai recall 
tertinggi sebesar 96% pada skenario 80:20, 70:30, dan 
75:25, menandakan sensitivitas yang tinggi dalam 
mendeteksi kasus positif, serta F1-Score yang stabil 
pada angka 96%, menunjukkan keseimbangan yang 
baik antara presisi dan recall. Sementara itu, model 
Regresi Linear juga menunjukkan performa terbaik 
pada skenario 70:30, dengan Mean Absolute Error 
(MAE) berkisar antara 0,25 hingga 0,30 hari dan 
Mean Absolute Percentage Error (MAPE) sebesar 
8,42%, yang menunjukkan kemampuan prediksi 
durasi layanan secara cukup akurat. Berdasarkan hasil 
tersebut, kedua model dengan skenario 70:30 
ditetapkan sebagai model terbaik dan digunakan 
dalam implementasi sistem pengelolaan laporan di 
DPMPTSP Kota Surabaya, untuk meningkatkan 
efisiensi, akurasi, dan kecepatan dalam proses 
pelayanan publik yang berbasis data. 

C. Implementasi Model ke dalam Sistem 
Setelah proses pelatihan dan evaluasi selesai, model Naive 

Bayes dan Regresi Linear diimplementasikan ke dalam sistem 
pengelolaan laporan berbasis web yang dirancang khusus untuk 
kebutuhan DPMPTSP Kota Surabaya. Model yang telah dilatih 

disimpan dalam format .pkl dan dikonversi menjadi .json untuk 
integrasi ke backend sistem berbasis Laravel. Proses integrasi 
dilakukan menggunakan pendekatan modular, di mana Python 
digunakan sebagai pemroses utama untuk eksekusi model, 
sedangkan React.js digunakan pada sisi antarmuka pengguna 
untuk menampilkan hasil klasifikasi dan prediksi secara real-
time. Sistem memungkinkan pengguna mengunggah file 
laporan dalam format Excel atau memasukkan data secara 
manual melalui form. Setelah data diunggah, sistem secara 
otomatis akan mengklasifikasikan jenis layanan menggunakan 
model Naive Bayes dan memprediksi estimasi durasi layanan 
menggunakan Regresi Linear. Hasil prediksi ditampilkan 
langsung kepada pengguna melalui dashboard yang interaktif, 
bersama informasi pendukung seperti nama pemohon, jenis izin, 
dan status berkas. Implementasi ini mempercepat proses 
validasi dan pengolahan laporan, mengurangi beban kerja 
manual, serta meningkatkan transparansi dan akurasi 
pengambilan keputusan dalam pengelolaan dokumen perizinan. 
 

1) Arsitektur Sistem 
Sistem pengelolaan laporan berbasis Machine 

Learning yang dikembangkan dalam penelitian ini 
dirancang sebagai aplikasi web dengan backend 
menggunakan Laravel dan model Machine Learning 
terintegrasi dalam bahasa Python, serta antarmuka 
pengguna yang dibangun dengan React.js. Arsitektur 
sistem terdiri dari lima tahapan utama. Pertama, tahap 
persiapan database (MySQL) dilakukan dengan 
menambahkan dua kolom utama, yaitu 
ml_service_type untuk menyimpan hasil prediksi 
jenis layanan dari model Naive Bayes dan ml_duration 
untuk menyimpan hasil estimasi durasi layanan dari 
model Regresi Linear. Kedua, pada tahap input data 
oleh pengguna, pengguna berinteraksi melalui 
antarmuka React.js untuk menampilkan hasil prediksi 
secara langsung dalam bentuk pop-up pada setiap 
baris data. Hasil klasifikasi oleh Naive Bayes 
ditampilkan seperti pada Gbr 12,  

 
Gbr. 12 Menampilkan Prediksi Naive Bayes 

sedangkan hasil prediksi durasi oleh Regresi Linear 
ditunjukkan pada Gbr 13. 

 
Gbr. 13 Menampilkan Prediksi Regresi Linear 
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Ketiga, pada tahap pengolahan dan prediksi, sistem 
menerima input dari React.js dan meneruskannya ke 
skrip Python menggunakan fungsi shell_exec(). Jika 
input berupa file Excel, sistem mengirimkan path file 
tersebut untuk diproses seperti pada Gbr 14, 

 
Gbr. 14 Implementasi Fitur Import 

sedangkan untuk input manual, data dikirim satu per 
satu untuk diproses secara instan seperti pada Gbr 15.  

 
Gbr. 15 Implementasi Fitur Manual 

Keempat, tahap pemrosesan Machine Learning 
dilakukan dengan memanggil model yang telah dilatih 
sebelumnya dan disimpan dalam format .pkl dan .json, 
sehingga tidak perlu dilatih ulang setiap kali 
dijalankan. Model Naive Bayes memprediksi jenis 
layanan berdasarkan fitur seperti jenis perizinan, dinas, 
dan nama pemohon seperti pada Gbr 16, 

 
Gbr. 16 Baris kode Naive Bayes Pada File Python 

sedangkan Regresi Linear memperkirakan durasi 
layanan berdasarkan kombinasi fitur teks, tanggal, dan 
waktu seperti pada Gbr 17. 

 
Gbr. 17 Baris Kode Regresi Linear Pada File Python 

Terakhir, pada tahap penyimpanan dan penampilan 
hasil, sistem menyimpan hasil prediksi yang diterima 
dari Python ke dalam database melalui kolom 
ml_service_type dan ml_duration. Selanjutnya, data 
hasil prediksi dikembalikan ke antarmuka React.js dan 
ditampilkan secara otomatis kepada pengguna sebagai 
bagian dari proses kerja sistem yang interaktif dan 
real-time. 

2) Alur Pemrosesan Data hingga Prediksi di Website 
Sistem website pengelolaan laporan ini dirancang 

dengan antarmuka yang ramah pengguna dan alur 
kerja yang sistematis untuk memudahkan proses input 
data hingga memperoleh hasil prediksi. Proses 
dimulai dengan tahapan login atau registrasi akun 
pengguna. Bagi pengguna baru, registrasi dapat 
dilakukan melalui formulir yang tersedia dan 
dilanjutkan dengan verifikasi akun yang bisa dilihat 
pada Gbr 18. 

  
Gbr. 18 Halaman Login 

Setelah berhasil masuk, pengguna diarahkan ke 
halaman dashboard, yang menampilkan ringkasan 
data laporan dalam bentuk grafik visualisasi guna 
mempermudah pemantauan kondisi layanan secara 
umum pada Gbr 19. 
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Gbr. 19 Halaman Dashboard 

Untuk mengelola laporan, pengguna dapat 
mengakses menu “Kantor” Gbr 4.20, yang 
menyediakan dua opsi utama: import data dan tambah 
data. Fitur import data memungkinkan pengguna 
mengunggah file Excel (.xlsx) berisi kumpulan data 
laporan sekaligus, dengan format yang telah 
disesuaikan menggunakan template yang dapat 
diunduh langsung. Sementara itu, fitur tambah data 
ditujukan bagi pengguna yang ingin menambahkan 
entri laporan satu per satu melalui formulir manual. 

  
Gbr. 20 Halaman Kantor 

Setelah file diunggah atau data ditambahkan secara 
manual, sistem secara otomatis membaca, menyimpan 
ke database, dan memproses data menggunakan 
model Machine Learning. Proses ini berlangsung 
cepat tanpa intervensi tambahan dari pengguna yang 
ditunjukan pada Gbr 21 yaitu menunjukan import 

 

Gbr. 21 Import Data 

data dan Gbr 22 menunjukan input data manual. 
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Gbr. 22 Halaman Tambah Data 

Seluruh data laporan yang telah masuk ditampilkan 
dalam tabel pada halaman “Kantor”. Untuk melihat 
hasil prediksi, pengguna cukup mengklik ikon “eye” 
di setiap baris laporan seperti Gbr 23. 

 
                      Gbr. 23 Icon Eye Untuk Detail 

Detail laporan kemudian ditampilkan dalam tampilan pop-
up yang mencakup hasil klasifikasi jenis layanan 
menggunakan model Naive Bayes, dan estimasi durasi 
layanan dari model Regresi Linear yang bisa dilihat pada 
Gbr 24. 

            Gbr. 24 Hasil Prediksi Machine Learning 

Dengan alur kerja yang ringkas dan otomatis, sistem ini 
memungkinkan pengguna untuk mengunggah atau 
memasukkan data secara efisien serta langsung mendapatkan 
hasil prediksi yang informatif. Hal ini tidak hanya 
mempercepat proses pengelolaan laporan, tetapi juga 
meningkatkan akurasi data serta mendukung pengambilan 
keputusan secara cepat dan berbasis data. 

D. Evaluasi Kinerja Sistem (Uji Kuisioner Pengguna) 
Evaluasi kinerja sistem dilakukan dengan metode kuisioner 

untuk mengetahui sejauh mana sistem pengelolaan laporan 
berbasis Machine Learning yang telah diimplementasikan 
dapat memenuhi kebutuhan operasional pengguna di 
DPMPTSP Kota Surabaya. Kuisioner disebarkan kepada 18 
orang responden yang terdiri dari pegawai atau staf yang 
terlibat langsung dalam pengelolaan laporan perizinan. 
Instrumen evaluasi mencakup beberapa aspek, yaitu: 
kemudahan penggunaan sistem, akurasi hasil klasifikasi dan 
prediksi, kecepatan pemrosesan, tampilan antarmuka, serta 
manfaat sistem secara umum terhadap alur kerja. 

Hasil kuisioner menunjukkan bahwa seluruh responden 
(100%) menyatakan sistem ini mudah digunakan, dan 94,6% 
responden menyatakan bahwa sistem mampu mengurangi 
kesalahan manual dalam pengolahan laporan. Selain itu, 
seluruh responden juga menyatakan bahwa sistem membantu 
mempercepat proses rekapitulasi bulanan, serta meningkatkan 
akurasi prediksi layanan. Rangkuman hasil persentase jawaban 

pengguna terhadap indikator kuisioner ditampilkan pada Tabel 
6. 

TABEL VI  
REKAPITULASI HASIL KUISIONER 

No Pertanyaan Respon Mayoritas 
1 Sistem mengurangi 

kesalahan manual 
61,1% Setuju, 33,3% Sangat 

Setuju, 5,6% Netral 
2 Data valid dan akurat 55,6% Setuju, 38,9% Sangat 

Setuju, 5,6% Netral 
3 Sistem mudah 

digunakan 
55,6% Sangat Setuju, 44,4% 

Setuju 
4 Sistem membantu 

pengelolaan laporan 
55,6% Setuju, 44,4% Sangat 

Setuju 
5 Waktu pemrosesan 

menjadi lebih cepat 
61,1% Setuju, 38,9% Sangat 

Setuju 
6 Sistem stabil tanpa 

kendala teknis 
50% Setuju, 38,9% Sangat 

Setuju, 11,1 Netral 
7 Kualitas prediksi 

jenis layanan 
50% Baik, 50% Sangat Baik 

8 Kepercayaan 
terhadap hasil 
prediksi durasi 

61,1% Percaya, 38,9% 
Sangat Percaya 

9 Kepuasan terhadap 
sistem secara 
keseluruhan 

61,1% Sangat Puas, 38,9% 
Puas 

Temuan ini menunjukkan bahwa sistem tidak hanya valid 
secara teknis, tetapi juga diterima dengan baik secara praktis 
oleh pengguna. Analisis evaluatif terhadap persepsi pengguna 
berdasarkan hasil kuisioner dapat dilihat pada Tabel 7, yang 
menunjukkan tingkat kepuasan pengguna terhadap setiap aspek 
fungsional sistem serta potensi pengembangan ke depan. 
Secara keseluruhan, sistem berkontribusi nyata dalam 
meningkatkan efisiensi kerja dan mendukung digitalisasi 
pelayanan publik di lingkungan DPMPTSP Kota Surabaya. 

TABEL VII  
HASIL ANALISIS KUISIONER 

No Pertanyaan Mean Std. Dev 
P1 Sistem mengurangi 

kesalahan manual 
4,28 0,56 

P2 Data dalam sistem 
valid dan akurat 

4,33 0,58 

P3 Sistem mudah 
digunakan 

4,56 0,50 

P4 Sistem membantu 
dalam pengelolaan 

laporan 

4,44 0,50 

P5 Proses pemrosesan 
lebih cepat 

4,39 0,49 

P6 Sistem bekerja secara 
stabil tanpa kendala 

teknis 

4,28 0,65 

P7 Prediksi jenis layanan 
akurat 

4,50 0,50 

P8 Prediksi waktu 
penyelesaian sesuai 

harapan 

4,39 0,49 
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P9 Kepuasan umum 
terhadap sistem 

4,61 0,49 

Berdasarkan hasil analisis, seluruh indikator memiliki nilai 
rata-rata di atas 4,20, menunjukkan bahwa responden 
cenderung memberikan penilaian positif terhadap sistem. 
Indikator dengan rata-rata tertinggi adalah kepuasan umum 
terhadap sistem (P9) sebesar 4,61, yang mencerminkan tingkat 
penerimaan yang sangat baik. Sementara itu, indikator 
stabilitas sistem (P6) memiliki simpangan baku tertinggi (0,65), 
menandakan adanya sedikit perbedaan pengalaman teknis antar 
pengguna. Secara keseluruhan, sistem Machine Learning 
dinilai efektif, mudah digunakan, dan bermanfaat dalam 
mendukung efisiensi pengelolaan laporan. 

IV. KESIMPULAN  
Berdasarkan hasil penelitian yang telah dilakukan mengenai 

implementasi sistem pengelolaan laporan berbasis Machine 
Learning pada website laporan di Dinas Penanaman Modal dan 
Pelayanan Terpadu Satu Pintu (DPMPTSP) Kota Surabaya, 
maka diperoleh beberapa kesimpulan sebagai berikut: 

1. Proses implementasi model Machine Learning telah 
berhasil dilakukan dengan menggunakan algoritma 
Naive Bayes untuk klasifikasi jenis layanan dan 
Regresi Linear untuk prediksi durasi waktu. Model 
yang digunakan merupakan hasil terbaik dari evaluasi 
dengan skenario pembagian data 70:30, yang 
menunjukkan kinerja paling optimal dalam hal akurasi 
dan ketepatan prediksi. Tahapan implementasi 
mencakup pengumpulan data, preprocessing, 
pelatihan model, dan integrasi ke dalam sistem 
berbasis web, yang berjalan secara efektif dan sesuai 
dengan kebutuhan operasional di DPMPTSP Kota 
Surabaya. 

2. Hasil pengujian menunjukkan performa yang baik 
pada kedua model. Algoritma Naive Bayes mampu 
mencapai akurasi hingga 96%, dengan presisi 
tertinggi sebesar 97% serta recall yang tinggi pada 
skenario 70:30 dan 80:20, menunjukkan 
kemampuannya dalam mengklasifikasikan data secara 
akurat dan seimbang. Sementara itu, model Regresi 
Linear juga menunjukkan kinerja unggul pada 
skenario 70:30, dengan nilai MAE sebesar 0,28 hari 
dan MAPE hanya 9,26%, yang termasuk dalam 
kategori sangat baik untuk prediksi durasi layanan. 
Dengan demikian, dapat disimpulkan bahwa skenario 
70:30 memberikan hasil paling optimal untuk kedua 
algoritma, baik dalam konteks klasifikasi maupun 
prediksi, karena mampu menjaga keseimbangan 
antara akurasi, presisi, dan kesalahan prediksi secara 
keseluruhan. 

3. Tanggapan pengguna terhadap sistem sangat positif. 
Berdasarkan hasil kuesioner, sebagian besar 
responden menyatakan bahwa sistem ini mudah 
digunakan, mempercepat proses pengelolaan laporan, 
dan memberikan hasil prediksi yang akurat. Seluruh 

responden merasa puas terhadap sistem, serta 
memberikan saran yang membangun untuk 
pengembangan lebih lanjut. 

V. SARAN 
Untuk meningkatkan efektivitas sistem pengelolaan laporan 

berbasis Machine Learning dan memaksimalkan manfaat yang 
dihasilkan, berikut beberapa saran yang dapat diterapkan: 

1. Peningkatan Kualitas Data dan Automasi Validasi 
Untuk mengatasi tantangan terkait kualitas data, 
diperlukan pengembangan sistem data cleaning 
otomatis yang dapat mendeteksi duplikasi, mengisi 
nilai yang hilang, serta memastikan format data yang 
seragam sebelum diproses oleh model Machine 
Learning. Selain itu, sistem validasi otomatis berbasis 
aturan dapat dikembangkan untuk mengurangi 
ketergantungan pada validasi manual oleh staf. 

2. Peningkatan Infrastruktur Teknologi 
Implementasi sistem berbasis Machine Learning 
memerlukan infrastruktur yang andal. Oleh karena itu, 
diperlukan penguatan kapasitas server, peningkatan 
kecepatan pemrosesan, serta optimasi penyimpanan 
data agar sistem dapat berjalan dengan lebih stabil dan 
efisien. 

3. Evaluasi Berkelanjutan dan Pengembangan Sistem 
Untuk memastikan sistem tetap optimal, diperlukan 
evaluasi berkala terhadap performa model dan tingkat 
kepuasan pengguna. Selain itu, eksplorasi model 
Machine Learning lainnya seperti Random Forest, 
Support Vector Machine (SVM), atau Gradient 
Boosting dapat dipertimbangkan untuk meningkatkan 
akurasi klasifikasi dan prediksi. Di sisi lain, penerapan 
Natural Language Processing (NLP) juga dapat 
membantu dalam pemrosesan teks, seperti ekstraksi 
informasi otomatis dan pemahaman konteks dokumen. 
Dengan evaluasi dan pengembangan berkelanjutan, 
sistem pengelolaan laporan dapat semakin efektif 
dalam mendukung kebutuhan DPMPTSP Kota 
Surabaya. 

Dengan penerapan saran-saran ini, diharapkan sistem 
pengelolaan laporan berbasis Machine Learning dapat lebih 
optimal dalam mendukung efisiensi dan efektivitas pelayanan 
publik, khususnya dalam pengelolaan laporan perizinan di 
DPMPTSP Kota Surabaya. 
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