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Abstrak

Kualitas pendidikan di Indonesia masih belum merata, khususnya antara daerah rural (pedesaan)
dan urban (perkotaan). Penelitian ini bertujuan memodelkan data Asesmen Nasional (AN) tahun
2024 khusus wilayah Indonesia Timur ke dalam struktur graf dan menganalisis perbedaan fak-
tor yang memengaruhi prediksi capaian nilai siswa menggunakan graph neural network (GNN)
dengan operator GraphConv dan SHapley Additive exPlanations (SHAP). Penelitian ini menggu-
nakan sampel sebanyak 2.162 siswa, yang terdiri atas 1.329 siswa dari wilayah rural dan 833 siswa
dari wilayah urban. Hasil penelitian menunjukkan bahwa data berhasil direpresentasikan menjadi
graf heterogen dengan 3.318 simpul dan 4.403 relasi. Model mencapai akurasi pengujian optimal
sebesar 70,37%. Analisis SHAP mengungkap bahwa keputusan prediksi model didominasi oleh
variabel institusi sekolah, diikuti oleh variabel sosial ekonomi. Kepadatan kelas (jumlah siswa
per rombongan belajar (rombel)) menjadi penentu paling utama di kedua area dengan mean
absolut (mean |[SHAP| rural = 0,0671 dan urban = 0,0864). Meski demikian, terdapat perbe-
daan prioritas faktor dominan selanjutnya; di daerah rural, hambatan ekonomi (jumlah penerima
Program Indonesia Pintar (PIP), mean |SHAP| = 0,0385) menjadi pendorong utama kedua. Se-
baliknya, di daerah urban, skala institusi (jumlah peserta didik, mean |SHAP| = 0,0420) lebih
mendominasi. Selain itu, terdapat pula pola arah pengaruh yang bertolak belakang pada variabel
tertentu seperti jumlah peserta didik. Artinya, terdapat perbedaan dinamika faktor-faktor yang
berpengaruh terhadap model GNN dalam memberikan hasil prediksi nilai siswa di daerah rural
dan urban.

Kata Kunci Asesmen Nasional; Graf Heterogen; Kesenjangan Pendidikan; Klasifikasi Simpul

Abstract

Educational quality in Indonesia remains unevenly distributed, particularly between rural and ur-
ban areas. This study aims to model 2024 National Assessment (Asesmen Nasional/AN) data
specifically from FEastern Indonesia as a graph structure and analyze differences in the factors
influencing the prediction of student achievement using graph neural networks (GNN) with the
GraphConv operator and SHapley Additive exPlanations (SHAP). This study used a sample of
2,162 students, consisting of 1,329 students from rural areas and 833 students from urban areas.
The results show that the data were successfully represented as a heterogeneous graph comprising
3,318 nodes and 4,403 relations. The model achieved an optimal test accuracy of 70.87%. SHAP
analysis revealed that the model’s predictions were primarily driven by school-level institutional
variables, followed by socioeconomic variables. Class density, measured by the number of students
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per class (rombongan belajar/rombel), was the most influential factor in both areas, with a mean
absolute SHAP wvalue of 0.0671 in rural areas and 0.0864 in urban areas. However, differences
emerged in the subsequent ranking of influential factors. In rural areas, economic constraints,
represented by the number of recipients of the Program Indonesia Pintar (PIP), constituted the
second most influential factor (mean [SHAP| = 0.0385). In contrast, in urban areas, institutional
scale, represented by the number of students, had a greater influence (mean [SHAP| = 0.0420).
Furthermore, certain variables, such as the number of students, exhibited opposite patterns in the
direction of their influence. These findings indicate that the factors influencing GNN-based pre-
dictions of student achievement differ in their relative importance and directional effects between
rural and urban areas.

Keywords FEducational Inequality; Heterogeneous Graph; National Assessment; Node
Classification

1 Pendahuluan

Kualitas pendidikan Indonesia masih berada pada kualitas yang tidak baik, dikutip dari Good-
Stats (2025), Indonesia berada pada peringkat 69 dari 80 negara pada Programme for Interna-
tional Student Assessment (PISA) 2022. PISA merupakan program yang menilai kemampuan
membaca, matematika, dan sains siswa, dalam hal tersebut, kemampuan siswa Indonesia be-
rada di bawah rata-rata negara OECD (OECD, 2025). Hal tersebut menunjukkan kualitas pen-
didikan Indonesia yang belum baik. Kualitas pendidikan bergantung pada berbagai aspek seperti
kurikulum, kebijakan, fasilitas, biaya, adopsi teknologi, hingga kompetensi guru (Napier, 2014),
(Pramana Dkk., 2021). Namun nyatanya, pendidikan yang berkualitas di Indonesia masih belum
merata. Permasalahannya beragam, mulai dari kemiskinan, kesenjangan kualitas sekolah dan
kompetensi guru, hingga kesenjangan infrastruktur antardaerah (Kompas, 2024).

Apabila ditinjau dari kesenjangan antara daerah, pedesaan (rural) dan perkotaan (urban)
kesenjangan terlihat dalam berbagai indikator, mulai dari pendanaan, distribusi sumber daya,
hingga kualitas guru dan siswa (Miao Dkk., 2025). Guru di area wurban cenderung lebih lelu-
asa dalam menyajikan pengajaran berkualitas berkat kemudahan akses terhadap sumber daya
ajar (Baharuddin dan Burhan, 2025). Selain faktor teknis, ketimpangan juga terlihat dari sisi
sosiokultural. Jika masyarakat urban memandang pendidikan sebagai instrumen mobilitas karier
dan ekonomi yang jelas; sebaliknya, masyarakat rural meskipun menyadari nilai berharga pen-
didikan sering kali terhambat oleh kendala akses fisik, minimnya sumber daya, dan keterbatasan
ekonomi (At-tamimy dan Eloy, 2025).

Meskipun studi tentang kesenjangan kualitas pendidikan pada daerah rural dan urban telah
banyak dikaji, penelitian-penelitian tersebut hanya sampai pada penjelasan adanya kesenjangan
dari segi faktor pendukung pendidikan dan adanya perbedaan capaian nilai di kedua area. Secara
umum, telah ada penelitian yang mengkaji tentang faktor-faktor pengaruh terhadap capaian nilai
seperti yang dilakukan oleh Wirda Dkk. (2020), namun penelitian tersebut tidak menganalisis
apakah ada perbedaan faktor pengaruh capaian siswa di area urban-rural Indonesia.

Berdasarkan uraian tersebut, rumusan masalah dalam penelitian ini adalah: (1) bagaimana
data Asesmen Nasional (AN) dapat direpresentasikan dalam bentuk graf heterogen untuk mem-
prediksi capaian nilai siswa menggunakan graph neural network (GNN); (2) faktor-faktor apa
yang paling berkontribusi terhadap prediksi capaian nilai siswa pada wilayah rural dan urban
berdasarkan analisis SHapley Additive exPlanations (SHAP); dan (3) apakah terdapat perbe-
daan tingkat kepentingan serta arah kontribusi faktor-faktor tersebut terhadap prediksi capaian
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nilai siswa antara wilayah rural dan urban.

Sejalan dengan rumusan masalah tersebut, penelitian ini bertujuan untuk merepresentasikan
data Asesmen Nasional sebagai graf heterogen yang menghubungkan entitas siswa, sekolah,
wilayah, dan karakteristik orang tua; membangun model GNN untuk mengklasifikasikan capaian
nilai siswa ke dalam kategori rendah, cukup, dan tinggi; mengidentifikasi faktor-faktor yang pal-
ing berkontribusi terhadap prediksi model pada wilayah rural dan urban menggunakan SHAP:;
serta menganalisis perbedaan tingkat kepentingan dan arah kontribusi faktor-faktor tersebut
antara kedua wilayah.

Kontribusi penelitian ini terdiri atas tiga hal. Pertama, penelitian ini menyajikan pemodelan
data Asesmen Nasional dalam bentuk graf heterogen yang mengintegrasikan informasi siswa,
sekolah, wilayah, dan karakteristik orang tua untuk mendukung tugas klasifikasi capaian nilai
siswa, menggunakan GNN. Kedua, penelitian ini mengintegrasikan SHAP untuk menjelaskan
kontribusi faktor terhadap prediksi GNN secara terpisah pada kelompok siswa di wilayah rural
dan urban. Ketiga, penelitian ini memberikan bukti empiris mengenai adanya perbedaan struktur
kontribusi faktor prediktif antarkonteks wilayah, sehingga hasil interpretasi model dapat menjadi
masukan untuk memahami kebutuhan dan tantangan pendidikan yang berbeda pada wilayah
rural dan urban.

Sumber data utama dalam penelitian ini adalah Asesmen Nasional (AN) yang memberikan
potret komprehensif mutu pendidikan melalui instrumen Asesmen Kompetensi Minimum (AKM),
Survei Karakter, dan Survei Lingkungan Belajar. Variabel-variabel multidimensi yang terekam
dalam data AN inilah yang kemudian dimodelkan ke dalam struktur graf. Graf adalah struk-
tur data non-linear yang terdiri dari simpul (node) yang dihubungkan oleh garis/relasi (edge).
Dalam hal ini, faktor-faktor (variabel) yang ada pada data AN, digunakan sebagai simpul yang
saling terhubung. Pendekatan ini digunakan karena kekuatan dari data relasional/graf adalah
memungkinkan memberikan metode baru untuk menganalisis data, dan memprediksi sifat-sifat
baru berdasarkan keterhubungan dalam graf, yang tidak dimiliki oleh data tabular biasa. Karena,
pada umumnya data tabular masih memiliki hubungan yang belum tereksplorasi (Broadwater
dan Stillman, 2025).

2 Tinjauan Pustaka

2.1 Pengaruh Karakteristik Wilayah terhadap Capaian Akademik Siswa

Perbedaan fundamental antara wilayah rural (pedesaan) dan urban (perkotaan) pada dasarnya
berakar pada kepadatan penduduk serta karakteristik aktivitas ekonominya. Kepadatan pen-
duduk di area perkotaan umumnya terkonsentrasi pada lahan yang terbatas dengan pusat ekonomi
yang digerakkan oleh sektor industri. Sebaliknya, wilayah pedesaan memiliki rasio penduduk
terhadap lahan yang lebih kecil dengan fokus ekonomi utama pada sektor pertanian. Variasi
demografis dan ekonomi ini pada akhirnya membentuk dinamika interaksi sosial yang khas (The
Editors of Encyclopaedia Britannica, 2024), yang turut memberikan dampak signifikan terhadap
ekosistem pendidikan di masing-masing wilayah (Wood, 2023).

Dampak dari perbedaan karakteristik geografis dan demografis ini terbukti lebih kom-
pleks dari sekadar masalah ketersediaan fasilitas fisik. Sebuah studi empiris oleh HAN (2024)
yang menggunakan data panel pendidikan berskala besar menemukan bahwa faktor kewilayahan
(school district) bertindak sebagai variabel moderator yang secara signifikan memengaruhi ek-
spektasi pendidikan siswa. Sebagai contoh, pengaruh dari lingkungan sosial seperti keberadaan
teman sebaya yang putus sekolah memberikan bobot dampak yang berbeda antara siswa di
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wilayah urban dan rural. Hal ini menegaskan bahwa siswa yang berdomisili di lingkungan yang
berbeda akan menghadapi kombinasi faktor pendorong maupun penghambat yang berbeda pula.

Kondisi lingkungan yang beragam ini pada akhirnya bermuara pada capaian siswa. Dalam
konteks pendidikan yang pada hakikatnya merupakan proses pemerolehan keterampilan, penge-
tahuan, nilai, serta sikap (Doharey Dkk., 2023), keberhasilan sebuah pembelajaran perlu diukur
menggunakan indikator yang objektif. Skor tes (test score) atau capaian nilai akademik ser-
ing kali dijadikan instrumen krusial dan metrik kuantitatif utama untuk menilai sejauh mana
pengetahuan serta keterampilan kognitif telah berhasil diserap oleh siswa (Sheposh, 2025).

Namun, capaian nilai ini bukanlah sebuah entitas yang berdiri sendiri. Mengacu pada
kerangka kerja produktivitas pendidikan dari Organisation for Economic Co-operation and De-
velopment (OECD) yang digagas oleh Schreyer (2010), sebuah sistem pendidikan memiliki ele-
men inputs (sumber daya seperti tenaga pengajar dan fasilitas) yang memengaruhi proses untuk
menghasilkan outputs (pembelajaran), yang bermuara pada outcomes (hasil akhir). Capaian
akademik merupakan salah satu bentuk hasil langsung (direct outcome). Kerangka tersebut juga
menegaskan bahwa faktor lingkungan (environmental factors) dan latar belakang sosial ekonomi
bertindak sebagai variabel eksternal yang sangat krusial.

Dengan demikian, dapat disimpulkan bahwa capaian nilai siswa sebagai objek ukur evaluasi
tidak hanya dipengaruhi oleh kapasitas internal siswa itu sendiri, melainkan sangat bergantung
pada ekosistem di sekitarnya. Status wilayah rural maupun urban tidak sekadar menunjukkan
lokasi geografis, melainkan representasi dari variabel lingkungan makro yang menentukan kualitas
input, membentuk proses interaksi sosial, dan pada akhirnya menciptakan variasi pada capaian
pendidikan siswa.

2.2 Graf

Graph (graf) dapat dipandang sebagai gambar atau diagram yang terdiri dari kumpulan node
(simpul) bersama dengan edge (garis/relasi) yang menghubungkan pasangan tertentu dari simpul-
simpul yang ada. Sebuah graf G dapat direpresentasikan sebagai pasangan terurut yang terdiri
atas himpunan simpul v (vertices) dan himpunan sisi E' (edges) (Clark dan Holton, 1991), yang
didefinisikan sebagai

G = (V,E), (1)

dengan V ialah himpunan simpul pada graf yang didefinisikan sebagai

V= {1}1,’1)2,...,11“/|}, (2)

dengan |V| menyatakan jumlah seluruh simpul dalam graf (kardinalitas himpunan V') dan v;
menyatakan simpul ke-i, untuk ¢ = 1,2,...,|V|. Sementara itu, £ merupakan himpunan sisi
yang merepresentasikan hubungan antarsimpul. Setiap sisi e;; € £ menunjukkan hubungan
antara simpul v; dan simpul v;, yang dapat dituliskan sebagai

E = {em- | Vi, V5 € V} (3)

Graf terdiri dari dua jenis jika dibedakan berdasarkan ada atau tidaknya arah dari relasi yang
menghubungkan simpul-simpul yakni directed graph (graf terarah) dan undirected graph (graf
tanpa arah). Simpul-simpul yang memiliki relasi tak berarah, memiliki hubungan bolak-balik.
Sedangkan simpul-simpul dengan relasi terarah hanya menggambarkan adanya relasi dari simpul
awal ke simpul target tapi tidak sebaliknya (Negro, 2021). Simpul-simpul yang ada pada graf
dapat terdiri dari satu jenis simpul yang sama, disebut homogeneous graph (graf homogen) dan
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dapat memiliki lebih dari satu jenis simpul atau disebut heterogeneous graph (graf heterogen).
Representasi matematis yang menggambarkan keterhubungan antarsimpul dalam graf adalah
adjacency matriz (A) (matriks ketetanggaan) berukuran n x n. Sebuah graf G dengan jumlah
simpul sebanyak n dapat direpresentasikan dalam bentuk matriks ketetanggaan berukuran n x n,
yang dituliskan seperti pada persamaan 4

a1 a2 - Glp
azi azg - a2

A= , (@)
Gnpl Aan2 -°° QOnpnp

dengan A merupakan matriks ketetanggaan yang setiap elemennya a;; merepresentasikan keber-
adaan hubungan antara simpul v; dan simpul v;. Nilai a;; = 1 menunjukkan bahwa terdapat sisi
yang menghubungkan simpul v; dan v;, sedangkan a;; = 0 menunjukkan tidak terdapat hubun-
gan antara kedua simpul tersebut (Singh dan Sharma, 2012). Khusus pada graf tak berarah
(undirected graph), hubungan antara dua simpul bersifat dua arah, sehingga elemen matriks kete-
tanggaan memenuhi kondisi a;; = aj; untuk setiap pasangan simpul v; dan v;. Dengan demikian,
matriks ketetanggaan yang terbentuk memiliki sifat simetris terhadap diagonal utama.

Graf pada Gambar 1 merupakan contoh graf tak berarah (undirected graph) di mana secara

Figure 1: Graph dengan G = V4 = 1,V, =2,V3 =3,Vy =4 ( (Singh dan Sharma, 2012)).

matematis, matriks ketetanggaannya dituliskan pada persamaan 5

0110
1 0 01

A= 1 0 01 (5)
01 10

dengan baris dan kolom matriks A secara berurutan merepresentasikan simpul vy, ve, v3, dan
v4. Elemen bernilai 1 menunjukkan adanya sisi yang menghubungkan dua simpul, sedangkan
nilai 0 menunjukkan tidak adanya sisi. Sebagai contoh, baris pertama [0, 1,1,0] menunjukkan
bahwa simpul v; terhubung dengan ve dan vs, tetapi tidak dengan dirinya sendiri maupun vy.
Secara keseluruhan, matriks ini merepresentasikan empat sisi, yaitu pasangan simpul (v1, v2),
(v1,v3), (v2,v4), dan (vs,v4). Matriks bersifat simetris karena graf tidak berarah, sedangkan
seluruh elemen diagonal utama bernilai 0 karena tidak terdapat sisi yang menghubungkan simpul
dengan dirinya sendiri (self-loop).
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2.3 Konstruksi Data Tabular ke Data Graf

Data umumnya tidak langsung tersedia dalam bentuk graf, melainkan lebih sering ditemukan
dalam format tabular standar atau data yang terorganisir dalam baris dan kolom, sebagaimana
data Asesmen Nasional (AN) yang akan digunakan dalam penelitian ini. Meskipun format tabu-
lar ini lazim digunakan, Liu Dkk. (2023) menyoroti bahwa data tersebut sebenarnya menyimpan
kekayaan makna semantik (rich semantic information) yang sering kali belum tergali sepenuh-
nya. Tantangan utamanya adalah format tabel cenderung menyamarkan hubungan antarele-
men di dalamnya, misalnya sulitnya melacak koneksi atau relasi antarindividu dalam suatu
dataset (Broadwater dan Stillman, 2025). Oleh karena itu, pendekatan berbasis graf hadir seba-
gai solusi untuk mengubah informasi yang semula samar (implisit) menjadi hubungan yang tegas
(eksplisit), sehingga memungkinkan analisis interaksi antarentitas secara jauh lebih mendalam.

Dalam mentransformasi data tabular menjadi data graf, Li Dkk. (2024) menguraikan alur
kerja sistematis yang terdiri dari beberapa tahap kunci. Tahap fundamental pertama adalah for-
mulasi graf (graph formulation), yang menentukan bagaimana elemen tabular (baris dan kolom)
direpresentasikan sebagai simpul (node). Pilihan formulasi ini secara langsung menentukan jenis
graf yang akan dihasilkan: merepresentasikan data baris saja akan menghasilkan graf homogen
berbasis instans (instance graph), menggunakan fitur kolom saja akan menghasilkan graf ho-
mogen berbasis fitur (feature graph), sedangkan penggunaan kombinasi keduanya akan meng-
hasilkan graf heterogen.

Setelah formulasi, tahap selanjutnya adalah konstruksi graf (graph construction). Tahap
ini bertujuan untuk membangun relasi antarsimpul yang telah didefinisikan dari data, sehingga
membentuk struktur graf final. Struktur ini kemudian dilanjutkan pada tahap representasi graf
untuk tujuan pelatihan model menggunakan graph neural network (GNN). Sebagaimana yang
diterangkan oleh Li Dkk. (2024), GNN memiliki keunggulan dalam menangkap keterhubungan
struktural di dalam data. Konsep transformasi data tabular menjadi graf ini menjadi landasan
utama dalam penelitian ini. Data AN akan dipetakan ke dalam sebuah graf heterogen yang
memuat berbagai jenis simpul seperti siswa, karakteristik orang tua, sekolah, dan wilayah yang
seluruhnya saling terhubung. Contoh variabel-variabel yang terkandung dalam tiap-tiap simpul
tersebut dapat dilihat pada Tabel 1. Struktur graf inilah yang selanjutnya akan digunakan sebagai
input pada model GNN untuk menganalisis capaian nilai siswa.

2.4 Graph Neural Network (GNN)

Graph neural network (GNN) merupakan arsitektur deep learning yang dirancang khusus untuk
memproses data berstruktur graf dengan memperbarui representasi simpul (node embedding)
melalui mekanisme neural message passing (Prince, 2023; Hamilton, 2020). Konsep utama GNN
adalah memperoleh fitur yang informatif dengan mengagregasi informasi dari simpul target dan
simpul-simpul tetangganya secara iteratif. Pembaruan representasi simpul u pada lapisan (layer)
ke-(k 4 1) secara umum direpresentasikan melalui operasi neural network berikut

WD = o | WP + Wl ST a0 ] (6)
vEN (u)
dengan Wer dan Wieigh adalah bobot (weight), b adalah bias, dan o adalah fungsi akti-

vasi serta h adalah representasi terbaru dari sebuah simpul di tiap lapisan k£ dengan u adalah
simpul target (simpul yang diperbarui) dan v adalah simpul tetangga dari u. Semakin banyak
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lapisan yang digunakan, simpul dapat menangkap informasi dari tetangga yang letaknya lebih
jauh secara multi-hop (Broadwater dan Stillman, 2025). Salah satu varian GNN yang paling
populer adalah graph convolutional network (GCN) yang diperkenalkan oleh Kipf (2016). GCN
memitigasi ketidakstabilan numerik akibat variasi derajat simpul dengan mengimplementasikan
mekanisme neighborhood normalization. Model GCN telah terbukti efektif dalam memodelkan
struktur relasional yang kompleks, termasuk keberhasilannya saat diimplementasikan pada anal-
isis data pendidikan (Trask Dkk., 2024; Wu, 2025).

2.5 Operator GraphConv

Sebagaimana dijelaskan pada bagian sebelumnya, model graph convolutional network (GCN)
telah diterapkan pada data graf pendidikan (Wu, 2025). Model GCN yang diperkenalkan oleh
Kipf (2016) diimplementasikan dalam PyTorch Geometric melalui operator GCNConv, yang se-
cara bawaan menggunakan normalisasi ketetanggaan simetris. Namun, operator ini tidak secara
langsung mendukung masukan bipartit, yaitu pasangan fitur simpul sumber dan simpul tujuan
yang dapat memiliki dimensi berbeda. Keterbatasan tersebut menjadi pertimbangan ketika mem-
odelkan relasi antartipe simpul pada graf heterogen.

Oleh karena itu, penelitian ini menggunakan operator GraphConv yang merujuk pada pen-
dekatan Morris Dkk. (2021) untuk tugas klasifikasi simpul secara semi-supervised. Operator ini
menerapkan transformasi terpisah pada fitur simpul target dan agregasi fitur tetangganya se-
belum menjumlahkan kedua hasil tersebut. Untuk agregasi penjumlahan dengan bobot sisi berni-
lai satu dan dengan mengabaikan suku bias agar notasi lebih ringkas, pembaruan fitur dinyatakan
sebagai

(k+1) _ (k) (k) (k) (k)
T - Wselfxi + Wneigh :Ej ) (7)
JEN(H)
dengan xl(k) dan xEkH) masing-masing menyatakan vektor fitur simpul target ¢ pada lapisan ke-k

dan ke-(k 4+ 1). Matriks Ws(ekl% dan Wé:i)gh
masikan fitur simpul target dan agregasi fitur tetangganya. Himpunan N () berisi simpul-simpul
tetangga yang mengirimkan pesan kepada simpul ¢, sedangkan acg-k) menyatakan vektor fitur sim-
pul tetangga j pada lapisan ke-k. Dengan demikian, representasi baru simpul menggabungkan

informasi dari karakteristiknya sendiri dan lingkungan ketetanggaannya.

merupakan bobot yang dipelajari untuk mentransfor-

2.6 SHapley Additive exPlanations (SHAP)

Ezplainable artificial intelligence (XAI) berperan dalam meningkatkan transparansi model den-
gan menjelaskan kontribusi fitur terhadap prediksi yang dihasilkan (Adadi dan Berrada, 2018).
Salah satu metode dalam kerangka ini adalah SHapley Additive exPlanations (SHAP), yang
diperkenalkan oleh Lundberg dan Lee (2017) dan berlandaskan nilai Shapley dalam teori per-
mainan kooperatif (Shapley Dkk., 1953). Dalam konteks pembelajaran mesin, fitur dipandang
sebagai pemain yang berkontribusi terhadap keluaran model. Nilai SHAP suatu fitur dihitung
berdasarkan rata-rata tertimbang kontribusi marginalnya pada berbagai kombinasi fitur, se-
hingga prediksi individu dapat dijelaskan sebagai penjumlahan nilai dasar (base value) dan
kontribusi masing-masing fitur (Lundberg dan Lee, 2017). Untuk sampel x, nilai SHAP fitur
j dinyatakan sebagai

oiw) = ¥ EHEZE= R s 0 6n - ), )
SCFR\{j} )
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dengan F' adalah himpunan seluruh fitur, S adalah himpunan bagian fitur yang tidak mencakup
fitur j, dan |S| serta |F'| menyatakan jumlah anggota masing-masing himpunan. Fungsi f,(5)
menyatakan nilai keluaran model berdasarkan informasi fitur dalam koalisi S untuk sampel z,
sedangkan selisih f;(S U {j}) — fz(S) merupakan kontribusi marginal fitur j. Nilai ¢;(z) yang
positif menunjukkan kontribusi yang meningkatkan keluaran model untuk kelas yang dijelaskan,
sedangkan nilai negatif menunjukkan kontribusi yang menurunkannya.

Interpretasi SHAP dapat dilakukan secara lokal untuk menjelaskan prediksi satu sampel
maupun secara global untuk mengidentifikasi fitur dominan pada sekumpulan sampel (Ponce-
Bobadilla Dkk., 2024). Kepentingan fitur global diukur melalui rata-rata nilai absolut SHAP
(mean |SHAP|), sehingga kontribusi positif dan negatif tidak saling meniadakan ketika diagre-
gasi (Molnar, 2025), yang dirumuskan sebagai

1 n
L= 1oul, )
=1

dengan I; adalah tingkat kepentingan global fitur j, n adalah jumlah sampel yang dianalisis,
dan ¢;; = ¢;j(x;) merupakan nilai SHAP fitur j pada sampel ke-i untuk keluaran kelas yang
dianalisis. Dalam penelitian ini, analisis difokuskan pada fitur simpul untuk menjelaskan faktor-
faktor yang berkontribusi terhadap prediksi capaian nilai siswa oleh GNN, kemudian diagregasi
secara terpisah pada kelompok rural dan wrban. Fitur dengan nilai mean absolut SHAP yang
lebih besar memiliki kontribusi prediktif yang lebih dominan pada kelompok tersebut, sedan-
gkan visualisasi beeswarm digunakan untuk menelaah sebaran dan arah kontribusinya. Dengan
demikian, perbandingan kedua wilayah mencakup tingkat kepentingan fitur sekaligus perbedaan
arah kontribusi terhadap prediksi model.

3 Metode

Penelitian ini menggunakan dataset hasil Asesmen Nasional (AN) tahun 2024 tingkat SMA seder-
ajat yang difokuskan pada wilayah Indonesia Timur. Setelah melalui tahap pembersihan, data
akhir melibatkan 2.162 siswa, yang terdiri dari 1.329 siswa di area rural dan 833 siswa di area
urban. Variabel target pada penelitian ini berasal dari agregasi nilai rata-rata domain literasi
dan numerasi, yang kemudian dikonversi menjadi tiga kelas kategorikal, yaitu capaian rendah,
cukup, dan tinggi. Sementara itu, variabel independen yang digunakan mencakup dimensi mul-
tidisiplin, mulai dari profil kewilayahan, profil institusi sekolah seperti jumlah peserta didik dan
ketersediaan fasilitas, hingga latar belakang sosial ekonomi siswa seperti pendidikan orang tua
dan ketersediaan fasilitas belajar di rumah. Sebelum dimasukkan ke dalam model, data tabular
AN melewati tahapan prapemrosesan, di mana fitur kategorikal diproses menggunakan ordinal
encoding untuk data bertingkat dan one-hot encoding untuk data nominal. Contoh data AN
dapat dilihat pada Tabel 1 berikut.

Data tersebut kemudian ditransformasikan menjadi graf heterogen tak berarah (undirected
heterogeneous graph). Dalam proses pembentukan graf ini, variabel-variabel dari data AN dipetakan
secara spesifik; entitas seperti siswa, sekolah, wilayah, dan karakteristik orang tua dibentuk se-
bagai simpul (node), sedangkan informasi detailnya diekstrak menjadi atribut (feature) yang
menempel pada masing-masing simpul tersebut. Skema pembentukan graf sesuai dengan jenis
entitas dapat dilihat pada Gambar 2.

Graf yang terbentuk terdiri dari 3.318 simpul dan 4.403 relasi. Contoh graf yang terbentuk
dapat dilihat pada Gambar 3.



Analisis Faktor Pengaruh pada Prediksi Capaian Nilai Siswa Rural-Urban 125
Table 1: Sampel Data AN setelah Tahap Prapemrosesan

kd kd Pend Buku Internet | Kuri Wil Gender | kelas

siswa | sekolah | Ayah Fiksi Ada 2013 Rural P nilai
73210 495028 3 2 0 1 1 0 Rendah
23482 359204 4 4 1 1 1 1 Cukup
34934 | 345059 5 3 1 0 0 1 Tinggi
37820 359204 2 1 0 1 1 0 Rendah
34590 349230 4 4 1 0 0 0 Cukup
92038 359204 6 ) 1 0 1 1 Tinggi
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Figure 2: Skema Arsitektur Hubungan Antarsimpul beserta Atribut pada Pemodelan Graf.

Profil Ortu

Profil Ortu 2

Sekolah 1

Profil Ortu 3

Profil Ortu 5

Sekolah 2

@©

Profil Ortu 4

Profil Ortu 6

Sekolah 3

Figure 3: Visualisasi Sampel Relasi Graf Heterogen.
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Adapun hasil graf yang terbentuk beserta dengan masing-masing jumlah fitur entitas adalah

seperti pada Tabel 2.

Table 2: Jumlah Masing-Masing Simpul beserta dengan Jumlah Fiturnya

Jenis Simpul Jumlah Simpul | Jumlah Fitur (z) | Target Label (y)
Siswa 2162 29 2162
Sekolah 79 17 -
Wilayah 5 6 -
Karakteristik  Ortu 1072 31 -

Hasil graf yang terbentuk tersebut dikonversi ke dalam format data objek tensor menggu-
nakan PyTorch Geometric (PyG). Konversi ini memisahkan matriks fitur simpul X dan indeks
relasi konektivitas A agar struktur relasional tersebut dapat diproses secara komputasional oleh
algoritma. Data format tersebut akan diproses oleh model dan akan melalui proses pelatihan
data dengan skema transductive learning.

Transductive learning merupakan skenario pembelajaran di mana simpul latih, validasi, dan
uji berada dalam satu graf yang sama, sehingga fitur dan konektivitas seluruh simpul tetap da-
pat dimanfaatkan dalam proses agregasi informasi (Leskovec, 2021). Pemisahan peran simpul
dilakukan melalui node masking, yaitu pemberian penanda untuk menentukan simpul yang digu-
nakan pada tahap pelatihan, validasi, atau pengujian tanpa memutus struktur graf. Dalam skema
semi-supervised learning, perhitungan fungsi kerugian (loss) pelatihan hanya melibatkan simpul
berlabel yang termasuk dalam training mask (Zhou Dkk., 2020). Dengan demikian, model dapat
memanfaatkan informasi struktural seluruh graf, tetapi label validasi dan uji tidak digunakan
dalam pembaruan bobot model.

Berdasarkan skema tersebut, penelitian ini menerapkan transductive learning dengan mem-
bagi populasi simpul siswa menjadi 60% data latih, 20% data validasi, dan 20% data uji melalui
node masking. Pembagian dilakukan secara terstratifikasi berdasarkan label kelas (stratified split-
ting), dengan mengacak indeks simpul pada setiap kelas menggunakan random seed 42, kemudian
menentukan alokasi latih, validasi, dan uji secara terpisah untuk masing-masing kelas. Prosedur
ini bertujuan menjaga keterwakilan kelas sesuai distribusi awal. Pemerataan distribusi label
dalam pembagian data mengacu pada proporsi setiap kelas yang relatif konsisten antara kelom-
pok latih, validasi, dan uji, bukan pada jumlah simpul yang sama untuk semua kelas. Dengan
demikian, keterwakilan kelas dapat terjaga pada ketiga kelompok, sementara ketidakseimbangan
jumlah simpul antarkelas tetap ada dan ditangani dalam proses pelatihan menggunakan focal
loss. Ketiga kelompok simpul tetap berada dalam satu graf yang sama dan diproses menggu-
nakan model graph neural network (GNN) yang terdiri dari empat lapisan konvolusi berbasis
operator GraphConv. Lapisan-lapisan tersebut secara bertahap mereduksi dimensi fitur masukan
hingga menghasilkan 3 saluran prediksi pada lapisan keluaran. Sesuai dengan mekanisme mask-
ing yang telah dijelaskan, fungsi kerugian pelatihan dihitung hanya pada simpul dalam training
mask. Fungsi kerugian yang digunakan adalah focal loss dengan parameter fokus v = 2.0 untuk
menangani ketidakseimbangan kelas, sedangkan pembaruan bobot model dilakukan menggu-
nakan algoritma Adam dengan laju pembelajaran 0,005 selama 500 epoch.
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4 Hasil dan Pembahasan

Pelatihan model dilakukan selama 500 epoch. Performa terbaik model diperoleh pada epoch 150
dengan test accuracy sebesar 70,37% dan train loss 0.2699. Setelah melewati epoch tersebut,
peningkatan performa pada data latih tidak lagi diikuti oleh peningkatan pada data uji. Pada
epoch 500, train accuracy meningkat menjadi 72,77% dan train loss menurun menjadi 0.1792, na-
mun test accuracy justru menurun menjadi 61,57%. Hal ini menunjukkan bahwa model mencapai
performa optimal pada fase tengah pelatihan.

Train Loss

Validation Loss 07

06

Loss (Cross-Entropy)

04

. N 03 —— Train Accuracy
) — —— Validation Accuracy

0 100 200 300 400 500

0 100 200 300 400 500
Epoch

Epoch

(a) Dinamika Loss (b) Dinamika Akurasi

Figure 4: Dinamika Loss (a) dan Akurasi (b) selama 500 Epoch.

Hasil konstruksi data menghasilkan graf dengan 3.318 simpul dan 4.403 relasi, yang me-
nunjukkan bahwa data tabular berhasil direpresentasikan ke dalam bentuk hubungan antarele-
men yang saling terhubung. Model graph neural network yang dibangun mampu mencapai
akurasi pengujian optimal sebesar 70,37%, sehingga dapat dikatakan model memiliki kemampuan
prediksi yang cukup baik dalam mengklasifikasikan capaian nilai siswa. Berdasarkan evaluasi ek-
splanabilitas menggunakan SHA P, variabel pada tingkat institusi sekolah menjadi faktor yang
paling dominan dalam keputusan prediksi model, kemudian disusul oleh variabel sosial ekonomi.
Di antara seluruh variabel, kepadatan kelas yang diukur melalui jumlah siswa per rombel men-
jadi faktor paling penting pada kedua wilayah, dengan nilai mean SHAP sebesar 0,0671 pada
rural dan 0,0864 pada urban. Temuan ini menunjukkan bahwa jumlah siswa dalam satu rombel
memiliki peran kuat dalam membentuk prediksi model terhadap capaian siswa di kedua konteks
wilayah tersebut.

Hasil penelitian menunjukkan bahwa pengaruh faktor-faktor pendidikan tidak bersifat ser-
agam antara wilayah rural dan urban. Pada wilayah rural, selain kepadatan kelas, hambatan
ekonomi yang tercermin dari jumlah siswa PIP menjadi faktor penting kedua yang memengaruhi
prediksi model. Hal ini mengindikasikan bahwa kondisi ekonomi masih memiliki peran besar
dalam membentuk capaian siswa di wilayah pedesaan, sehingga variabel sosial ekonomi men-
jadi bagian penting dalam interpretasi prediksi model. Sebaliknya, pada wilayah wurban, faktor
yang lebih dominan setelah kepadatan kelas adalah skala institusi yang diukur melalui jumlah
peserta didik. Ini menunjukkan bahwa pada konteks perkotaan, dinamika lembaga pendidikan
lebih menonjol dibandingkan hambatan ekonomi sebagaimana yang lebih terlihat pada wilayah
rural. Dengan demikian, perbedaan faktor dominan ini memperlihatkan bahwa struktur pengaruh
variabel pendidikan sangat dipengaruhi oleh karakteristik geografis wilayah.
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SHAP Importance RURAL (Gabungan Kelas 0,1,2) SHAP Importance URBAN (Gabungan Kelas 0,1,2)
Jml Siswa/Rombel [ 0.0671 Jml Siswa/Rombe! [ 0.0864
Jml Siswa PP N 0.0385 Jml Peserta Didik /I 0.0420
Jml Peserta Didik RN 0.0247 Jml Siswa PIP I 0.0271
Prop. Guru Tersertifikasi [l 0.0099 Jml Rombel |l 0.0120
Jml Rombe! [l 0.0079 Jml Komp Sekolah Jll 0.0100
Jml Komp Sekolah Jll 0.0068 Prop. Guru Tersertifikasi [l 0.0091

Jml Ruang Kelas Jill 0.0064
Jml Pendidik Jll 0.0063
Rasio Guru:Siswa [l 0.0060

Jml Pendidik ll 0.0077
Rasio Siswa PIP il 0.0064
Jml Ruang Kelas Jill 0.0041

Fitur

Rasio Siswa PIP Il 0.0056 Rasio Guru:Siswa | 0.0030
Pend. Tertinggi Ayah Jill 0.0041 Pend. Tertinggi Ayah Jll 0.0027
Buku Seni/Musik/Desain fll 0.0020 HP/Smartphone dgn Internet | 0.0017
Internet Rumah_Tidak fl 0.0019 Prop. Guru Min. 5140.0016
Buku Tugas Sekolah 1 0.0019 Buku Seni/Musik/Desain [10.0014
Mobil 10.0019 Pek. Ayah: Pensiunan0.0014
0.00 0.01 0.02 0.03 0.04 0.05 0.06 0.07 0.00 0.02 0.04 0.06 0.08
mean(|SHAP|) mean(|SHAP|)
(a) Wilayah Rural (b) Wilayah Urban

Figure 5: Peringkat Kepentingan Fitur SHAP Global pada Wilayah Rural dan Urban (Gabungan
Kelas 1 (Rendah), 2 (Cukup), 3 (Tinggi)).

Selain perbedaan faktor utama, penelitian ini juga menemukan perbedaan arah pengaruh
yang kontras antara rural dan wrban. Hal ini dibuktikan secara visual melalui plot beeswarm
distribusi nilai SHA P. Contohnya, pada plot distribusi probabilitas kelas rendah di wilayah rural
pada Gambar 6a, titik-titik bernilai tinggi (warna merah) pada variabel jumlah peserta didik
dominan berada di sisi positif. Hal ini menunjukkan bahwa tingginya jumlah peserta didik di
wilayah rural justru mendorong probabilitas model memprediksi siswa ke kelas rendah. Seba-
liknya, pada wilayah urban pada Gambar 6b, titik-titik bernilai tinggi pada faktor yang sama
justru berkumpul di sisi negatif, yang berarti berperan menahan probabilitas siswa masuk ke
kelas rendah. Perbedaan arah pengaruh ini menegaskan bahwa satu variabel yang sama dapat
memiliki makna yang berbeda tergantung pada konteks wilayahnya. Secara keseluruhan, hasil
penelitian ini menunjukkan bahwa ekosistem kewilayahan menciptakan dinamika pengaruh vari-
abel yang berbeda secara struktural. Oleh karena itu, penggunaan model GNN yang dipadukan
dengan SHAP tidak hanya mampu memberikan prediksi, tetapi juga membantu mengungkap
perbedaan faktor yang bekerja pada masing-masing wilayah. Temuan ini mendukung gagasan
bahwa intervensi pendidikan sebaiknya tidak diperlakukan secara seragam, melainkan disesuaikan
dengan tantangan spesifik rural dan urban.

5 Kesimpulan

Berdasarkan hasil penelitian, pemodelan data Asesmen Nasional (AN) ke dalam bentuk graf
heterogen telah berhasil menghubungkan 2.162 data observasi siswa menjadi 3.318 simpul dan
4.403 relasi. Model graph neural network (GNN) yang dibangun menunjukkan performa yang
cukup baik dengan mencapai tingkat akurasi pengujian (test accuracy) optimal sebesar 70,37%
pada epoch 150. Hasil analisis penjelasan model menggunakan SHapley Additive exPlanations
(SHAP) menyimpulkan secara kuantitatif bahwa kepadatan kelas (jumlah siswa per rombel)
adalah faktor prediktif paling dominan di kedua wilayah, dengan nilai rata-rata absolut (mean
|SHAP|) sebesar 0,0671 di daerah rural dan 0,0864 di daerah wrban. Di luar kesamaan tersebut,
terdapat perbedaan kuantitatif pada prioritas faktor dominan berikutnya. Pada daerah rural,
kerentanan ekonomi (jumlah siswa PIP) menjadi faktor penentu kedua dengan kontribusi mean
|SHAP| sebesar 0,0385. Sebaliknya, pada daerah wurban, skala ukuran institusi sekolah (jumlah
peserta didik) menempati posisi kedua dengan nilai mean |SHAP| sebesar 0,0420, sementara
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Figure 6: Plot Beeswarm pada Wilayah Rural pada kelas rendah.

jumlah siswa PIP bergeser ke urutan ketiga dengan skor 0,0271. Secara keseluruhan, model secara
kuantitatif membuktikan bahwa variabel pada tingkat institusi sekolah dan status sosial ekonomi
memberikan pengaruh prediktif terbesar. Perbedaan besaran nilai SHAP dan arah probabilitas
prediksi dari variabel-variabel tersebut menegaskan bahwa ekosistem rural dan urban memiliki
dinamika pengaruh dan struktur determinan capaian akademik yang secara fundamental dapat
berbeda.
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